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ВВЕДЕНИЕ  
 
 
В задачах контроля качества промышленных материалов на основе 

обработки их изображений изначально имеется множество качественных 

изображений исследуемого материала и крайне мало изображений дефектов. При 

этом особое внимание уделяется повышению качества контроля с помощью 

автоматизированных систем. Это особенно важно, поскольку автоматизированные 

системы должны эффективно выделять дефекты материала при ограниченном 

количестве аномальных изображений для обучения. Применение методов 

нейросетевого анализа [1], таких как автоэнкодеры, позволяет повысить точность 

обнаружения дефектов. Современные методы машинного обучения, основанные на 

сегментации дефектов на изображениях [2], могут выявить важные особенности 

объектов и дают возможность специалистам значительно повысить эффективность 

обнаружения дефектов, снижая при этом временные и трудовые затраты. Методы, 

основанные на обучении с ограниченным количеством данных [3], например, слабо 

супервизорное обучение [4] и генеративно-состязательные сети [5], позволяют 

моделям адаптироваться к малому объему аномальных данных, сохраняя высокую 

точность. Это создает необходимость в эффективных алгоритмах, работающих при 

ограниченном количестве данных. Улучшение процесса обучения и разработка 

методов сегментации дефектов критически важны для повышения качества 

продукции. Эффективное обучение требует большого числа пар исходных 

изображений и масок дефектов, что в промышленности проблематично. Это может 

вызывать переобучение и сложности с охватом всех типов дефектов. 

Автоматическая детекция дефектов промышленных материалов применяется 

во многих областях промышленности, имеющих разные задачи, которые 

обусловлены спецификой производства. Часть нейросетей является 

локализаторами объектов, где наиболее важными показателями являются 

возможность работы в реальном времени (в зависимости от фрейм-рейта), а не 

точность детекции. Яркими представителями таких нейросетей являются 

семейства сетей YOLO (You Only Look Once) [6], которые начали свое развитие с 
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2016 года. Другая часть нейросетей предназначена для классификации N классов 

объектов на специфических изображениях. Такие U-Net [7] и TernausNet [8] 

нейронные сети наиболее часто используются как классификаторы для 

медицинских изображений или спутниковых снимков, когда существует 

недостаток изображений конкретного класса. В промышленности такие сети 

используются как сегментаторы с одним классом объекта (дефектом). Тем не менее 

существуют узкоспециальные нейросети, созданные для обнаружения отклонений 

от нормы на изображении, таких как PatchCore [9] и CFA [10]. 

Дополнительным фактором, осложняющим автоматизированный контроль, 

является выраженная несбалансированность обучающих данных, когда 

бездефектных изображений в реальных промышленных датасетах, как правило, в 

десятки раз больше чем аномальных. Типичный набор аномальных данных может 

включать порядка 100-150 размеченных изображений с дефектами при нескольких 

тысячах нормальных образцов. В таких условиях модели, ориентированные на 

стандартные задачи классификации сбалансированных выборок, часто 

переобучаются на преобладающем классе и недостаточно чувствительны к 

аномалиям.  

Степень разработанности темы исследования. В разработку методов 

детекции дефектов поверхностей с применением нейросетевых технологий 

существенный вклад внесли такие ученые, как Ruff L., Vandermeulen R., Goernitz 

N., Schlegl T., Seeböck P., Schmidt-Erfurth U., Langs G., Pang G., Redmon J., Divvala 

S., Girshick R., Farhadi A., Ronneberger O., Fischer P., Brox T. и др. 

Исследованиями в области решения проблемы недостатка размеченных 

данных для обучения моделей детекции дефектов, а также методами 

искусственного синтеза дефектов занимались Goodfellow I., Pouget-Abadie J., Mirza 

M., Niu S., Li B., Zhang G., Cheng J., Guo B., Liu J., Finn C., Abbeel P., Levine S., 

которые предопределили развитие этого направления.  

Исследованиями в области повышения интерпретируемости и обобщающей 

способности нейросетевых моделей детекции аномалий, включая методы 

самоконтролируемого обучения, knowledge distillation и трансформеров, 
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занимались Chen T., Kornblith S., Hinton G., He K., Deng H., Li X., Sun X., Smith A. 

D., Lee Y., Kang P., Rudolph M., Gudovskiy D. и др. 

В настоящее время имеет место противоречие, затрудняющее создание 

автоматизированных систем выявления промышленных дефектов. С одной 

стороны, методы глубокого обучения достигают высокой точности детекции, но 

требуют значительного объема размеченных данных (сотни-тысячи примеров 

дефектов) и демонстрируют недостаточную интерпретируемость, затрудняющую 

применение в критичных производственных процессах. С другой стороны, методы 

без учителя и с малым количеством примеров обладают лучшей 

интерпретируемостью, но не обеспечивают требуемого уровня точности детекции. 

Поэтому необходимо применение интегрированного подхода, при котором 

нейросетевые модели детекции дефектов будут рассматриваться как единая 

система, обеспечивающая баланс между точностью, интерпретируемостью, 

эффективностью обучения на малых выборках и возможностью развертывания на 

встраиваемых системах промышленного контроля. 

Таким образом, существует важная и актуальная научная задача 

исследования, состоящая в том, что недостаток размеченных данных о дефектах 

промышленных материалов ограничивает разработку и внедрение эффективных 

нейросетевых моделей детекции дефектов, и требует создания новых методов 

искусственного увеличения аннотированных датасетов. 

Объектом исследования являются процессы обнаружения дефектов на 

изображениях промышленных материалов. 

Предметом исследования являются методы анализа дефектных изображений 

промышленных материалов при использовании моделей глубокого обучения и 

нейронных сетей. 

Гипотеза исследования основана на предположении, что в условиях 

ограниченного количества аннотированных дефектных изображений 

промышленных материалов с помощью методов машинного обучения и 

генеративных моделей существует возможность улучшить детекцию дефектов. 



7 
 
Целью диссертационной работы является повышение точности 

нейросетевого обнаружения дефектов на изображениях промышленных 

материалов. 

Для достижения этой цели решались следующие задачи: 

1. Исследовать методы детекции дефектов изображений промышленных 

материалов, выявить их преимущества и недостатки; 

2. Разработать модель и алгоритм увеличения датасета при ограниченном 

количестве дефектных изображений; 

3. Разработать модели и алгоритмы идентификации областей дефектов на 

изображениях промышленных материалов c высоким разрешением. 

Методология и методы исследования. В диссертации используются 

нейросетевые технологии анализа данных, машинного обучения, распознавания 

образов и извлечения знаний, методы глубокого обучения, в том числе 

генеративно-состязательные сети, обучение в парадигме “ученик-учитель”, 

полуконтролируемые методы и методы трансферного обучения.  

Научная новизна. Научная новизна проведенных исследований заключается 

в том, что автором предложены: 

1. Модели и алгоритмы детекции дефектов изображений промышленных 

материалов, отличающиеся от ранее применяемых использованием 

немаркированных данных с модулем внешней памяти, что позволяет сократить 

зависимость от объема размеченных данных и увеличить точность детекции 

дефектов на 7.82%; 

2. Модель и алгоритм генерации изображений дефектов промышленных 

материалов, отличающиеся комбинированным подходом взаимодействия 

генеративно-состязательной сети StyleGAN3 и ResNet блоками, что позволяет 

увеличить датасет на 300%, обеспечивая статистическое разнообразие 

синтетических дефектов и сокращая необходимость привлечения экспертов для 

ручной аннотации; 

3. Дуальная система детекции дефектов изображений промышленных 

материалов, отличающаяся новой дуальной моделью «учитель-ученик» на основе 
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сети U-Net++ и сети PatchCore, используемой для оценки результата детекции из 

системы «учитель-ученик». 

Соответствие паспорту специальности. Проблематика, исследованная в 

диссертации, соответствует пунктам 2, 3, 4, 10 паспорта специальности 2.3.1 

«Системный анализ, управление и обработка информации, статистика» 

(технические науки). 

Теоретическая значимость исследования заключается в том, что 
предложенные модели и алгоритмы комбинируют два направления детекции 
дефектов на изображениях, а именно синтез дефектов и их поиск, что позволяет 
осуществить гибридный подход к определению дефектов на изображениях 
промышленных материалов.  

Полученные модели и алгоритмы в перспективе создают основу для 

последующей разработки новых методов аугментации в смежных областях 

обработки данных, включая табличные и мультимодальные данные, а также для 

построения процедур автоматического выбора типа и интенсивности 

преобразований с учетом объема выборки, дисбаланса классов и особенностей 

конкретной производственной задачи. Так же перспективным направлением 

является построение процедур аугментации, которые автоматически выбирают тип 

и интенсивность преобразований с учетом объема выборки, степени классового 

дисбаланса и особенностей конкретной производственной задачи. 

Практическая значимость исследования состоит в решении задачи 

детекции дефектов на изображениях промышленных материалов дефектов 

текстильных строп. Полученные в процессе исследования теоретико-эмпирические 

результаты позволяют улучшать датасеты изображений, где существует проблема 

малого числа изображений с дефектами вне зависимости от типа объекта. 

Предложена дуальная модель детекции дефектов, делящая функции обнаружения 

и локализации дефектов на отдельные нейросетевые модели для улучшения 

адаптивности системы в целом в зависимости от входных параметров. 

Внедрение модели детекции дефектов позволяет значительно сократить 

время анализа изображений материалов и выявлять аномалии, что повышает 

надежность продукции и уменьшает стоимость контроля. Практическая ценность 



9 
 

результатов диссертационного исследования подтверждается актами о внедрении 

результатов исследования на химическом заводе АО «ВХЗ» в городе Костроме. 

Акты о внедрении в приложении 1.   

Основные положения, выносимые на защиту:  

1. Модификация автокодировщика с модулем внешней памяти MemAE 

способствует восстановлению бездефектных изображений и идентификации 

дефектных областей, тем самым увеличив точность детекции дефектов на 7.82% и 

на 7.31% больше площади под ROC-кривой по сравнению с применяемыми 

автоэнкодерами самоконтролируемого обучения на немаркированных данных (пп. 

2, 3 паспорта специальности 2.3.1); 

2. Предложенные модели и алгоритмы увеличения датасета при 

ограниченном количестве аннотированных дефектных изображений при генерации 

дефектов на основе модификации StyleGAN3 обеспечивают повышение степени 

похожести сгенерированных изображений в среднем на 3.57% по сравнению с 

другими генеративными моделями, а также обеспечивают увеличение пороговой и 

попиксельной точности моделей детекции дефектов после процедуры аугментации 

в среднем на 10% и 14% соответственно (пп. 3, 4 паспорта специальности 2.3.1); 

3. Модель дуальной системы детекции дефектов на основе взаимодействия 

сетей U-Net++ и PatchCore позволяет увеличить пороговую точность детекции 

дефектов в среднем на 5.3% (пп. 4, 10 паспорта специальности 2.3.1). 

Апробация работы. Полученные в диссертации результаты моделирования 

процессов детекции и сегментации дефектов текстильных строп хорошо 

согласуются с экспериментальными данными, полученными с помощью 

вычислительных экспериментов на вручную собранном датасете из 546 

изображений (с последующим расширением до 24000 изображений). Степень 

совпадения предсказанных и эталонных масок составила IoU (Intersection over 

Union) 0.6009 и DC (Dice Coefficient) 0.6911. Относительно базовой конфигурации 

без вставки дефектов это соответствует приросту +0.1871 по IoU (примерно 45.2%) 

и +0.0805 по DC (примерно 13.2%). Для задачи детекции достигнуты показатели 

ACC (Accuracy – точность) 92.45% и AUC (Area Under Curve – площадь под кривой) 
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94.54%, что на 3.25 и 1.65 процентного пункта выше базового уровня (89.20% и 

92.89% соответственно).  

Практическая реализация результатов диссертационной работы 

подтверждена свидетельством о государственной регистрации программы для 

ЭВМ № 2021682077 «Система обнаружения дефектов тканевой стропы (Fabric sling 

defect detection system)». 

Результаты работы были опубликованы в 4 статьях перечня ВАК. 

Полученные результаты были представлены на следующих конференциях: 

Семинара «Безопасный Север – чистая Арктика», Сургут, 24 октября 2019г.; XXI 

международный семинар «Физико-математическое моделирование систем» 

Воронеж, 30 ноября 2019 г.; XXII международный семинар «Физико-

математическое моделирование систем» Воронеж, 28 ноября 2020г.; 

«АКТУАЛЬНЫЕ НАУЧНЫЕ ИССЛЕДОВАНИЯ», Пенза, 5 апреля 2023г.; 

«ФУНДАМЕНТАЛЬНАЯ И ПРИКЛАДНАЯ НАУКА: АКТУАЛЬНЫЕ ВОПРОСЫ 

ТЕОРИИ И ПРАКТИКИ», Пенза, 15 сентября 2023г. 

Объем и структура работы. Диссертация состоит из 4-х глав, заключения, 

списка литературы из 173 наименований. Общий объем диссертации составляет 

154 страницы с 13 рисунками, 13 таблицами и 1 приложением.  

Личный вклад автора. Все представленные в диссертации результаты 

получены лично автором, в том числе: разработаны модели и алгоритмы; 

программное обеспечение; проведены численные расчеты; обработаны данные 

расчетов. В совместных публикациях автор принимал непосредственное участие в 

постановке задач, планировании и реализации экспериментов, анализе результатов. 

  



11 
 

1 Аналитическое исследование объекта и предмета диссертационной работы 
 
 
Дефекты, возникающие в текстильных стропах, значительно сокращают их 

срок службы и могут привести к серьезным отказам и авариям. Это подчеркивает 

важность регулярных проверок и мониторинга строп в любом производственном 

процессе. В настоящее время основной метод проверки включает визуальный 

осмотр, который, несмотря на то, что его проводят опытные специалисты, имеет 

множество недостатков. Во-первых, такой осмотр остается несистематичным, так 

как полагается на индивидуальные методы и опыт инспекторов. Во-вторых, он 

субъективен, что может приводить к различным интерпретациям одного и того же 

дефекта разными инспекторами. В-третьих, процесс осмотра является 

утомительным и трудоемким, особенно при необходимости проверки большого 

количества строп. 

Сегментация дефектов является одной из наиболее сложных задач в области 

компьютерного зрения, так как она требует не только разделения изображения на 

аномальные и нормальные области, но и точного определения границ дефектов 

внутри аномальных зон. Для решения этой задачи широко применяются полностью 

сверточные сети FCN (Fully Convolutional Networks) [11]. 

FCN используют архитектуру кодировщика-декодера, которая позволяет 

создавать точные маски изображений, четко различая дефектные и нормальные 

участки. Качество сегментации, достигаемое FCN с архитектурой кодировщика 

декодера, напрямую определяется объёмом и полнотой пар изображения и маски в 

обучающем наборе. При достаточной разметке полносверточные сети формируют 

точные маски и могут разделять дефектные и нормальные области. Основной 

барьер применения FCN связан с высокой стоимостью и сложностью 

аннотирования, которое прежде всего связано больше с корректностью 

аннотирования объектов пользователем. Данный ограничивающий фактор 

затрудняет широкое применение полностью супервизируемых подходов в 

производственных и исследовательских задачах. 
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Качество ручной разметки данных уступает автоматизированным системам 

разметки, однако последние критически зависят от разнообразия обучающей 

выборки. Классическое обучение с учителем сопряжено с риском переобучения, 

что вынуждает уделять особое внимание отбору и формированию датасета при 

решении задач детекции дефектов.  

Согласно публикации [12] выделяют следующие сложности детекции 

дефектов: 

- гетерогенность и многообразие типов аномалий; 

- редкость и классовый дисбаланс аномалий; 

- ложные срабатывания систем детекции; 

- влияние шума на изображении. 

В ходе текущего исследования были выявлены дополнительные проблемы 

детекции дефектов на изображениях промышленных материалов. Во-первых, был 

установлен дефицит репрезентативных обучающих выборок. В промышленных 

условиях количество дефектных образцов как правило, существенно меньше, чем 

количество нормальных, что формирует несбалансированные выборки: 

выраженный дисбаланс классов провоцирует переобучение модели. Это усложняет 

обучение моделей глубокого обучения, так как они склонны уделять больше 

внимания преобладающим классам, игнорируя редкие аномалии. 

Вторая большая проблема, с которой столкнулись в процессе исследований, 

заключается в отсутствии стандартизации данных множеств датасетов. Различные 

источники данных могут использовать неодинаковые форматы и стандарты, что 

затрудняет их объединение и анализ. Отсутствие стандартизации может привести 

к ошибкам в обработке данных и снижению эффективности моделей. Например, 

датасет «DAGM 2007 Dataset» хотя и содержит высоко детализированные 

фотографии, и хорошую аннотацию данных, но содержит полностью искусственно 

созданные дефекты на текстурах, которые не отражают полностью реальные 

промышленные условия и разнообразие дефектов. К тому же многие датасеты 

узкоспециализированы и могут не подходить для всех типов промышленных 

приложений, так как будут давать нерелевантные результаты на других 
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поверхностях, а их ограниченные объемы данных могут быть недостаточны для 

обучения моделей глубокого обучения. 

В ходе же практического применения разработанной системы детекции 

дефектов гранул тринатрийфосфата на химическом заводе АО «ВХЗ» в городе 

Костроме дополнительно выявлены следующие проблемы: 

- Сложные текстуры поверхности и условия освещения, влияющие на 

конечную результативность детекции дефектов. Традиционные методы обработки 

изображений имеют сложности с обнаружением дефектов из-за сложных текстур 

поверхностей и различий в условиях освещения, а также физическим загрязнением 

фотодетекторов производственной линии; 

- Сложность сбора новых данных для датасета для тестирования гипотез; 

- Проблемы с интерпретацией результатов. Модели глубокого обучения 

часто работают как «черный ящик», и интерпретация результирующего вектора 

может быть затруднена. Понимание причин, по которым алгоритм классифицирует 

определенный образец как дефектный, важно для улучшения процесса и доверия к 

системе; 

- Необходимость постоянного обновления моделей. Для поддержания 

высокой точности и адаптации к новым типам дефектов модели глубокого 

обучения требуют регулярного обновления и переобучения уже существующих 

моделей. Данная ситуация возможна при смене поставщиков материалов, при 

химической обработке которых может меняться цвет и форма выпуска продукции. 

Дообработка системы под дополнительные данные требует использование 

человеческих ресурсов и времени. 

Современные методы обнаружения текстурных аномалий делятся на 

несколько категорий. Методы обнаружения дефектов можно разделить на 

традиционное обнаружение дефектов поверхности на основе статических методов 

и обнаружение дефектов поверхности промышленных изделий на основе 

нейросетевых глубоких моделей.  
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1.1 Статические методы детекции дефектов тканевых поверхностей 
 
 
Поскольку статические алгоритмы основаны на фиксированном наборе 

проектируемых признаков, то их точность существенно зависит от стабильности 

внешних условий съёмки. Изменения освещённости, фокуса, уровня шума, 

положения объекта и особенностей цветовых пространств приводят к деградации 

качества детектирования, если параметры не перенастроены. При этом экономия 

на объёмах разметки компенсируется высокими затратами на тонкую настройку 

гиперпараметов алгоритмов и на поддержание условий обработки. В рамках 

классических подходов основными инструментами выступают статистические 

методы анализа текстур, ориентированные на количественное описание локальных 

неоднородностей, характерных для дефектов. 

Эти методы основаны на характеристиках статистического распределения 

пикселей на изображении. Описание текстурных особенностей с помощью 

статистических методов представляет собой процесс, устойчивый к изменениям 

освещённости и к шуму, так как он оперирует расчетами по точкам, что 

обеспечивает высокую стабильность результатов. Однако такой подход имеет свои 

ограничения: он не способен получать глобальную информацию об изображении и 

не изучает зависимости между пикселями, что может быть критически важным для 

точного обнаружения дефектов. Статистические методы можно разделить на 

несколько категорий, каждая из которых имеет свои особенности и области 

применения.  

Наиболее простыми в реализации являются методы, работающие с 

распределением яркостей пикселей. Вычисление среднего, дисперсии и 

гистограммы яркостей [13] даёт приемлемые результаты на однородных 

поверхностях, где дефект проявляется как локальное отклонение от фонового 

уровня серого. Применительно к текстильным стропам такой подход ограниченно 

применим, поскольку неравномерность плетения создаёт естественные вариации 

яркости, которые алгоритм интерпретирует как потенциальные аномалии. 
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Матрицы совместной встречаемости уровней серого [14] учитывают не 

отдельные пиксели, а пространственные отношения между ними, то есть 

совместное распределение пар на заданном расстоянии и направлении. Это 

позволяет формализовать понятие текстуры и отличать структурно разные 

поверхности даже при схожих средних значениях яркости. Вычислительная 

стоимость метода существенно превышает затраты статистических подходов, 

поскольку для изображения размером 512×512 пикселей матрица вычисляется 

отдельно по каждому анализируемому кадру. Чувствительность к вариациям 

освещения также ограничивает применимость метода. При отсутствии 

нормализации яркости результаты заметно расходятся от снимка к снимку. 

Градиентные методы [15] ориентированы на обнаружение резких перепадов 

интенсивности и показывают устойчивые результаты при детекции поверхностных 

разрывов и порезов с чёткими границами, обеспечивая достаточно точную 

локализацию краёв дефектов. На расслоениях и частичных обрывах нитей, где 

граница дефекта размыта, чувствительность подобных методов существенно 

снижается. Ни один из рассмотренных подходов не охватывает весь спектр 

возможных дефектов стропа, что служит одним из обоснований для перехода к 

методам на основе обучаемых признаков. 

Фильтр Габора, сочетающий синусоидальные плоскостные волны с 

гауссовым окном, широко используется для детекции текстурных аномалий на 

промышленных поверхностях. В ряде исследований, посвящённых дефектам 

алюминиевых поверхностей [16; 17], предварительная обработка изображений 

включала усиление высокочастотных составляющих, масштабирование и 

адаптивное гистограммное выравнивание для повышения контраста, а подавление 

шума и паразитной текстуры осуществлялось медианным фильтром совместно с 

морфологическими операциями. Выделение границ дефектов проводилось 

двойным пороговым сегментированием, позволяющим получить чёткие замкнутые 

контуры. При детекции дефектов медных поверхностей [18] применялся 

оптимизированный фильтр Габора, параметры которого подбирались алгоритмом 

роя частиц (PSO) с критерием максимизации средней энергии отклика, что 
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повышало контрастность между дефектными и нормальными участками. 

Экспериментальные результаты показали высокую эффективность предложенного 

метода при распознавании дефектов на металлических поверхностях при 

различных условиях освещения. Преимущества фильтров Габора заключаются в их 

способности выделять текстурные особенности изображений и высокой 

чувствительности к различным пространственно-частотным компонентам. Тем не 

менее, выбор параметров фильтра может быть сложной задачей, требующей точной 

настройки для каждой конкретной задачи. Высокая вычислительная сложность 

процесса фильтрации также может стать ограничением при обработке больших 

объемов данных. 

Другим статическим алгоритмом для детекции дефектов на поверхностях 

является использование вейвлет-преобразований. Например, в исследовании [19] 

было продемонстрировано применение двухмерного непрерывного вейвлет-

преобразования для улучшения выявления дефектов в тепловых изображениях 

бетона. В этом исследовании использовалась инфракрасная термография для 

получения тепловых изображений бетонных структур, которые затем 

обрабатывались с использованием неразрывного вейвлет-преобразования CWT 

(Continuous Wavelet Transform) для выделения дефектов.  

 
 

1.2 Методы детекции дефектов на основе глубокого обучения  
 
 

Из-за значительного объема данных для анализа их характеристик, 

использование традиционных методов обнаружения дефектов на поверхности 

промышленных изделий, основанных на современных технологиях глубокого 

обучения, сталкивается с многочисленными трудностями в реальных условиях 

промышленности. Недостатки в производственных процессах и использование 

некачественного сырья приводят к частому появлению трещин и деформаций, еще 

больше усложняют контроль качества изделий [20–22]. Эти методы часто 

затруднены из-за редкости появления дефектных участков изображений и высокой 

трудоемкости их маркировки.  
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Разработка методов обнаружения поверхностных дефектов, способных 

работать при ограниченном числе размеченных образцов, в последние годы 

выделилась в самостоятельное направление исследований [23; 24]. Объясняется это 

тем, что в реальном производстве дефектные изделия составляют малую долю 

общего выпуска, а ручная разметка каждого аномального снимка требует 

привлечения технолога и занимает значительное время. 

Методы глубокого обучения привлекательны тем, что позволяют извлекать 

признаки непосредственно из данных, не требуя явного задания правил. На задачах 

с достаточным объёмом обучающей выборки они устойчиво превосходят 

классические подходы [25]. Вместе с тем в промышленных условиях этот объём 

редко достигается. Сбор дефектных изображений растянут во времени, поскольку 

появление брака зависит от случайных факторов в производственном процессе и 

качества сырья [26; 27]. В результате обучающая выборка оказывается 

несбалансированной, а сами дефекты охватывают далеко не все возможные 

морфологические типы. 

Дополнительную сложность создаёт высокая чувствительность глубоких 

сетей к качеству разметки. Неточные или неполные маски дефектов напрямую 

снижают точность модели, тогда как получение качественных попиксельных 

аннотаций трудоёмко и дорогостояще [28; 29]. Поэтому развитие методов, 

работоспособных при малом числе размеченных аномалий, остаётся актуальной 

задачей для промышленного контроля качества.  

В текстильном производстве развитие семейства YOLO подтверждено 

внедрением YOLOv11 на стенде, имитирующем линию контроля продукции [30]. 

В модели используется обновлённый блок объединения признаков с улучшенной 

передачей градиентов, что обеспечивает точность около 95 % для пятен и 90 % для 

дефектов пряжи при скорости движения ткани 3 м/мин. Система ориентирована на 

требования промышленной автоматизации и реализует замкнутый цикл обработки 

от получения изображения до отбраковки изделий. В работе [30] предложен 

промышленно применимый детектор, что подтверждает целесообразность 
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использования одноэтапных методов для оперативной классификации дефектов 

текстильных строп и сопутствующих изделий. 

 
 

1.2.1 Генеративные состязательные сети (GAN) 
 
 

Генеративно-состязательные сети получили широкое распространение в 

задачах синтеза обучающих данных для промышленного контроля [31]. 

Архитектура таких сетей предполагает совместное обучение генератора, 

формирующего синтетические изображения, и дискриминатора, оценивающего их 

правдоподобность. По мере обучения генератор постепенно улучшает качество 

синтеза, а дискриминатор повышает точность различения реальных и 

синтетических образцов. 

Практическая ценность этого подхода в задаче обнаружения дефектов 

определяется прежде всего несбалансированностью реальных промышленных 

датасетов. Синтез дополнительных дефектных изображений позволяет частично 

компенсировать нехватку аномальных образцов и снизить смещение модели в 

сторону нормального класса [32]. При этом разнообразие синтетических данных 

принципиально влияет на обобщающую способность модели. Если генератор 

воспроизводит лишь ограниченный набор морфологий дефектов, обученная 

модель демонстрирует недостаточную обобщающую способность применительно 

к нетипичным повреждениям в реальных условиях эксплуатации. 

Наряду с высокими вычислительными затратами при обучении, 

обусловленными необходимостью совместного взаимодействия двух сетей, к 

недостаткам генеративно-состязательных сетей (GAN, Generative Adversarial 

Network) относятся артефакты синтеза изображений, характерные для конкретных 

архитектурных решений. В частности, в сгенерированных изображениях могут 

присутствовать области с пониженной резкостью либо избыточной детализацией, 

что снижает достоверность воспроизведения реальных дефектов.  
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1.2.2 Методы на основе трансферного обучения  
 
 

Трансферное обучение основано на применении моделей, прошедших 

предварительное обучение на обширных наборах данных, с последующей их 

адаптацией к решению специализированных задач при ограниченном объёме 

обучающей выборки. Данный подход сокращает вычислительные затраты на 

обучение и повышает эффективность моделей в условиях дефицита размеченных 

данных. В промышленности это особенно важно, поскольку позволяет эффективно 

решать задачи, когда данные для новой задачи ограничены, но имеются большие 

объемы данных для схожей задачи. 

Одним из успешных примеров применения трансферного обучения в 

контексте детекции дефектов является метод TL-SDD (Transfer Learning-based 

Surface Defect Detection) [33], который был разработан для решения проблемы 

несбалансированности распределения дефектных образцов данных к 

бездефектным. Согласно исследованиям из этой статьи, авторы разработали метод, 

использующий двухфазовую схему обучения, которая позволяет перенести знания 

от общих классов дефектов к редким. В этом методе применяется модель на основе 

метрики, включающая три модуля: модуль извлечения признаков, модуль 

перераспределения весов признаков и модуль метрического пространства. Модуль 

извлечения признаков сочетает в себе высокоуровневую семантическую 

информацию и низкоуровневую структурную информацию. Модуль 

перевзвешивания признаков преобразует примеры в вектор перевзвешивания, 

указывающий на важность различных признаков. Модуль метрического 

расстояния обучает пространство метрических расстояний, в котором дефекты 

классифицируются путем вычисления расстояний до представлений каждой 

категории.  

Решив обучать модели на данных без разметки, исследователи обеспечили 

нейронной сети возможность самостоятельно определять границы дефектных 

участков, что значительно сократило временные затраты на разметку данных. 

Архитектуры, в которых задействованы модели, предварительно обученные на 
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обширных и разнородных наборах изображений с последующей дополнительной 

настройкой на данных целевой задачи, позволяют переносить признаковые 

представления этих сетей в новые прикладные контексты. В исследовании [34] 

применялась облегчённая гибридная архитектура, объединяющая нейронные сети 

различных типов для детекции дефектов на металлических поверхностях. 

Аналогичный подход, основанный на сочетании разнородных нейронных сетей, 

был реализован в работах [35–37], где также решалась задача обнаружения 

дефектов на металлических поверхностях. Высокие показатели точности и 

эксплуатационной надёжности обусловлены совместным использованием 

глубоких моделей и гибридных архитектур, обеспечивающих согласование 

локальных деталей с глобальной структурой изображения. Такой подход 

уменьшает чувствительность к вариациям освещённости и шума на изображении, 

что критично для производственных условий. В результате снижаются затраты на 

контроль качества и повышается воспроизводимость процедур детекции дефектов.  

Дальнейшее развитие рассмотренных подходов связано с применением 

методов самоконтролируемого и контрастивного обучения, направленных на 

снижение зависимости от объёма размеченных данных. В работе [38] в рамках 

контрастивного самообучения для обнаружения дефектов предложен сквозной 

механизм интеграции предобучения сети непосредственно в конвейер 

детектирования YOLOv5 и YOLOv8. Базовая часть детектора предварительно 

обучается на неразмеченных промышленных изображениях, после чего 

донастраивается на ограниченной размеченной выборке. Систематическое 

исследование сходимости при варьировании объёма разметки от нулевого до 

полного набора данных демонстрирует, что самоконтролируемое предобучение 

обеспечивает более рациональное соотношение трудоёмкости разметки и точности 

обнаружения. 

Данный класс методов хоть и универсален, позволяет тратить меньше 

времени на обучение сети, сохраняя высокую точность благодаря использованию 

предварительно обученных моделей, но имеет проблему переноса нежелательных 
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характеристик от предварительно обученных моделей, ввиду особенностей 

дефектов используемого датасета. 

 
 

1.2.3 Полуконтролируемые методы 
 
 

Особенность данного класса заключается в комбинировании размеченной 

части датасета с неразмеченными данными [39–43]. Нейросеть обучается на 

размеченной части датасета, после чего сеть можно будет использовать для 

дообучения и последующего предсказания аномалий на данных без разметки, 

поскольку модель сохраняет паттерны дефектных частей изображений.  

Авторы исследования [44] предложили двухкомпонентную архитектуру, 

состоящую из автоэнкодера CAE (Convolutional Autoencoder) [29] и полу-

супервизированных генеративных состязательных сетей SGAN (Semi-Supervised 

Generative Adversarial Network) для классификации дефектов на поверхности стали. 

Алгоритм сначала обучает CAE на большом количестве неразмеченных данных, 

чтобы автоэнкодер мог извлекать предварительные признаки. По завершении 

обучения CAE интегрируется в архитектуру GAN, где кодирующая часть CAE 

преобразуется в дискриминатор. Полученная модель дообучается на размеченных 

образцах. В работе предложена модель DCGAN (Deep Convolutional Generative 

Adversarial Network), в которой предварительная обработка исходных изображений 

включает преобразование цветового пространства HSV (Hue, Saturation, Value) и 

применение алгоритма Оцу для вычисления порога бинаризации полутонового 

изображения. На основе сформированного обучающего набора дискриминатор 

DCGAN обучается совместно с контролируемым классификатором, разделяя 

параметры сверточного слоя, что позволяет обнаруживать поверхностные дефекты 

бутылок, полученных методом литья под давлением. Функция потерь модели 

модифицирована путём добавления члена перекрестной энтропии к расстоянию 

Вассерштейна. Совместное применение преобразования цветового пространства и 

алгоритма Оцу на этапе предобработки способствует повышению качества 

формируемых обучающих наборов. 



22 
 
Методы контролируемого обнаружения аномалий обладают существенным 

преимуществом перед неконтролируемыми подходами, поскольку задействуют 

размеченные данные [46]. Контролируемые методы обучаются на аннотированных 

наборах данных, что позволяет им изучать разделяющие границы между 

нормальными и аномальными классами. После обучения модель может 

классифицировать тестовые экземпляры как нормальные или аномальные, 

используя полученные знания. Глубокое обучение с учителем зависит от четкого 

разделения классов данных, тогда как неконтролируемые методы сосредоточены 

на выявлении и понимании характеристик данных [47]. Методы, основанные на 

многоклассовой классификации, предполагают наличие размеченных экземпляров 

нескольких нормальных классов в обучающих данных. Такие методы изучают 

классификатор, способный отличать аномальные классы от нормальных. В 

контролируемых схемах классификации для обнаружения аномалий часто 

используются две подсети: одна для извлечения признаков и другая для 

классификации. Для обучения глубоких моделей требуется значительное 

количество обучающих образцов, исчисляемых тысячами или даже миллионами, 

чтобы эффективно изучить представления функций и распознавать различные 

классы [48–50]. 

Однако, из-за отсутствия чистых меток данных контролируемые методы 

обнаружения аномалий не так популярны, как полуконтролируемые и 

неконтролируемые методы. Вычислительная сложность таких методов зависит от 

размера входных данных и количества скрытых слоев, которые обучаются с 

использованием алгоритма обратного распространения.  

Иерархическое извлечение признаков из высокоразмерных входных данных 

требует увеличения глубины сети: каждый дополнительный слой кодирует 

представления более высокого уровня абстракции [51]. Вместе с тем наращивание 

глубины архитектуры пропорционально увеличивает вычислительную нагрузку, 

что удлиняет цикл обучения и затрудняет оперативное обновление модели в 

производственных условиях. 
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Применение гибридных архитектур, совмещающих многоуровневое 

извлечение локальных признаков с механизмами учёта глобального контекста, 

позволяет частично компенсировать этот недостаток: устойчивость к вариациям 

условий съёмки возрастает, а число ложноположительных срабатываний 

снижается. Тем не менее достигнутые показатели качества детекции обусловлены 

не только архитектурными решениями, но и качеством обучающей выборки. 

Контролируемые методы предполагают наличие точных меток для нормального и 

аномального классов, которые в реальных производственных условиях нередко 

недоступны, что существенно ограничивает их практическую применимость. 

Перечисленные ограничения указывают на необходимость дальнейших 

исследований в области контролируемого обучения применительно к задачам 

обнаружения аномалий. Даже передовые контролируемые методы глубокого 

обучения сталкиваются с трудностями при разграничении нормальных и 

аномальных областей в сложных высокоразмерных пространствах признаков. 

 
 

1.2.4 Неконтролируемое обучение 
 
 

Неконтролируемое обучение предполагает использование только 

нормальных или неразмеченных данных для построения моделей, способных 

выявлять поверхностные дефекты. Volkau [52] предложил одноклассовую модель 

обучения, извлекающую уникальные семантические признаки из нормальных 

образцов, что позволяет обнаруживать аномалии без непосредственного участия 

разметчиков. В работе [53] разработан алгоритм обнаружения дефектов на основе 

каскадных генеративно-состязательных сетей, в котором функция восстановления 

краёв используется для повышения качества детекции. Сеть исправления краёв 

передаёт сети исправления дефектов полные структурные характеристики 

посредством механизма слияния признаков на основе канального внимания. Для 

указанных сетей разработан деформируемый автоэнкодер, задействующий 

свойства деформируемых свёрток воспринимать ограниченный объём контекстной 

информации с целью улучшения восстановления дефектных краёв. 
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Неконтролируемые методы строятся на предположении о пространственной 

разделимости нормальных и аномальных областей изображений при 

доминировании нормального класса. Критерии детекции формируются на основе 

внутренних характеристик данных, включая метрики расстояния, оценки 

плотности и локальные топологические свойства. Глубокие нейронные сети 

формируют скрытые представления, согласованные с перечисленными 

критериями, что обеспечивает эффективное выделение выбросов при отсутствии 

аннотированной выборки. 

Вместе с тем неконтролируемые методы способны пропускать редкие, но 

критически важные дефекты, что негативно сказывается на качестве продукции и 

надёжности производственных процессов. По сравнению с контролируемыми 

подходами они в меньшей степени учитывают специфические аспекты дефектов, 

представленных в данных. К числу дополнительных недостатков относится 

сложность выявления общих закономерностей в высокоразмерных пространствах 

признаков, а также необходимость тщательной настройки гиперпараметров 

моделей, в частности степени сжатия, для достижения оптимальных результатов. 

Помимо этого, неконтролируемые методы отличаются высокой 

чувствительностью к шуму и искажениям в данных, что может снижать их 

точность по сравнению с контролируемыми и частично контролируемыми 

подходами. 

Автоэнкодеры с единственным скрытым слоем и функцией линейной 

активации по своим свойствам практически эквивалентны методу главных 

компонент (Principal Component Analysis, PCA). В то время как PCA 

ограничивается уменьшением размерности исключительно линейными 

преобразованиями, автоэнкодеры допускают как линейные, так и нелинейные 

преобразования. Одним из наиболее популярных приложений автоэнкодеров 

является обнаружение аномалий. Эти модели, также известные как RNN (Replicator 

Neural Networks), представляют данные через несколько скрытых слоев, 

восстанавливая входные данные и эффективно изучая функцию идентичности. 

Автоэнкодеры, обученные исключительно на нормальных данных, которые 
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составляют большинство в задачах обнаружения аномалий, неспособны точно 

восстанавливать аномальные данные. Это приводит к высоким ошибкам 

восстановления, и такие образцы считаются выбросами. Таким образом, выборки 

данных с высокими остаточными ошибками классифицируются как аномалии. 

Выбор архитектуры автоэнкодера зависит от природы данных. Сверточные 

нейронные сети CNN (Convolutional Neural Network) предпочтительны для 

обработки изображений, в то время как модели на основе долговременной 

краткосрочной памяти LSTM (Long Short-Term Memory) обычно дают отличные 

результаты при работе с последовательными данными. Существуют успешные 

усилия по объединению слоев свертки и LSTM, где кодировщиком выступает 

сверточная нейронная сеть, а декодером многослойная сеть LSTM для 

восстановления входных изображений. Такие модели на основе автоэнкодеров 

показывают высокую эффективность при обнаружении аномалий в сложных 

наборах данных. Автоэнкодеры обучаются минимизировать реконструкционную 

ошибку на нормативных образцах, вследствие чего отклонение восстановленного 

сигнала от исходного служит количественным индикатором аномалии. 

Архитектурная вариативность подхода позволяет адаптировать его к разнородным 

типам данных: свёрточные автоэнкодеры применяются для анализа поверхностных 

дефектов на изображениях (трещины, расслоения, инородные включения), тогда 

как рекуррентные варианты на основе LSTM ориентированы на мониторинг 

многомерных временных рядов технологических параметров. В обоих случаях 

пороговое значение ошибки реконструкции калибруется по валидационной 

подвыборке, что позволяет регулировать соотношение чувствительности и 

специфичности под конкретные производственные требования. 

Вместе с тем метод имеет ряд ограничений, влияющих на практическую 

применимость. Во-первых, при наличии шумовых артефактов в обучающей 

выборке модель частично воспроизводит шум при реконструкции, что размывает 

границу между нормой и аномалией; модификации уменьшения шума и схемы 

регуляризации снижают этот эффект, однако не устраняют его полностью. Во-

вторых, размерность латентного пространства и глубина кодировщика 
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существенно влияют на качество детекции, а их подбор требует итеративной 

валидации и экспертных знаний в области проектирования глубоких архитектур. 

Наконец, вычислительная стоимость обучения глубоких свёрточных 

автоэнкодеров на высокоразрешающих промышленных изображениях 

ограничивает применимость метода в условиях дефицита аппаратных ресурсов. 

 
 

Выводы по главе  
 
 

В данной главе проведен комплексный обзор предметной области детекции 

дефектов в промышленности. Проанализированы основные достоинства и 

недостатки использования традиционного визуального осмотра, в том числе его 

несистематичность, субъективность и трудоемкость, что обосновывает 

необходимость автоматизированных подходов. Описаны существующие 

алгоритмы детекции дефектов изображений методами машинного обучения, их 

недостатки и ограничения.  

Выявленные ограничения подчеркивают необходимость разработки 

гибридных архитектур, которые бы сочетали преимущества различных подходов и 

обеспечивали устойчивость к реальным промышленным условиям при 

минимизации требований к объему аннотированных данных. 

  



27 
 

2 Аннотация данных и выделение дефектов в задачах детекции дефектов на 
изображениях промышленных материалов 

 
 
При анализе способов и методов выделения дефектов на изображениях 

промышленных материалов было выделено четыре направления, объединяющие 

основные алгоритмы, протестированные для решения задач детекции дефектов: 

- сегментация дефектов на основе графовых сетей; 

- решения на основе полносвязных сверточных сетей FCN; 

- регуляризация дефектов методом вставки; 

- детекция дефектов на основе немаркированных данных. 

 
 

2.1 Сегментация дефектов на основе графовых сетей 
 
 

Статические графовые методы детекции дефектов применимы в задаче 

обнаружения дефектов текстильных строп. Алгоритмы детекции дефектов 

изображений делятся на две основные категории: методы обнаружения границ и 

методы, основанные на выявлении регионов. Методы обнаружения границ 

ориентированы на идентификацию краёв, где наблюдается резкий переход между 

различными областями изображения. Выделение таких границ позволяет точнее 

определять контуры и структуру объектов. В региональных подходах сегментация 

достигается путём итерационного объединения пикселей или групп пикселей до 

выполнения заданных критериев однородности. К основным методам данной 

категории относятся пороговая бинаризация, региональный рост и графовые 

методы.  

 
2.1.1 Графовые методы и ключевые этапы сегментации 

 
 

Методы пороговой бинаризации основаны на выделении пикселей, значения 

которых превышают либо не достигают заданного порогового значения [54; 55], 

что позволяет разделить изображение на области с различными уровнями 
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интенсивности. Региональный рост предполагает объединение соседних пикселей 

на основе критериев однородности, формируя области со схожими 

характеристиками. 

В работе [56] предложена структура подхода к сегментации изображений, в 

которой начальная сегментация используется для построения графа областей 

смежности RAG (Region Adjacency Graph). Полученный граф обрабатывается 

алгоритмом обнаружения сообществ, улучшающим группировку и объединение 

схожих областей [57]. Вместе с тем существующие сетевые подходы, несмотря на 

возможность упрощения сегментации и анализа изображений, нередко приводят к 

потере значимой информации, что отрицательно сказывается на 

производительности и точности сегментации. 

При сегментации изображений на основе графовых методов ключевым 

аспектом является корректное взвешивание рёбер [58], обеспечивающее точное 

отражение сходства между областями изображения. Некорректно подобранные 

веса искажают меру близости между регионами ещё до применения алгоритма 

разбиения, что делает настройку весовых функций важным этапом конвейера. 

Входное изображение представляется в виде взвешенного графа смежности 

регионов WRAG (Weighted Region Adjacency Graph), где каждому суперпикселю 

или связной компоненте соответствует вершина, а вес ребра кодирует сходство 

смежных регионов по текстурным и цветовым дескрипторам. На основе этого 

представления задача сегментации переформулируется как задача выделения 

сообществ в графе: алгоритмы на основе модульности (Louvain) или спектрального 

разбиения объединяют вершины, сильно связанные внутри кластера и слабо 

связанные с остальными.  

Ключевой практической проблемой при таком подходе являются артефакты 

избыточной и недостаточной сегментации. Первая возникает, когда однородные 

регионы дробятся из-за локальных флуктуаций текстуры; вторая возникает, когда 

разнородные структуры объединяются вследствие близких значений глобальных 

дескрипторов. Для устранения обоих типов ошибок применяется итеративная 

процедура слияния и разделения регионов с контролем по критерию 
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внутрикластерной однородности, которая продолжается до тех пор, пока 

изменение целевой функции не опускается ниже заданного порога. 

Графовые методы сегментации строятся на представлении изображения в 

виде взвешенного графа, где узлы соответствуют пикселям или суперпикселям, а 

веса рёбер отражают степень их визуального сходства. Выбор критерия разбиения 

этого графа во многом определяет как качество сегментации, так и 

вычислительную сложность алгоритма. 

Метод минимального разреза [59] реализует разбиение графа на подграфы с 

наименьшей суммарной стоимостью рассекаемых рёбер. Его практическое 

преимущество перед другими методами состоит в линейной сложности 

относительно числа рёбер, поэтому такой алгоритм применим к изображениям с 

высоким разрешением. Известный недостаток данного подхода состоит в 

выделении мелких изолированных областей, поскольку минимизация суммы весов 

не учитывает относительный размер получаемых сегментов.  

Метод нормализованного разреза [60] не имеет данного недостатка, потому 

что вводится штраф за асимметричное разбиение. Такой критерий нормализует 

величину разреза на суммарный вес связей каждого подграфа, в следствии чего 

алгоритм формирует крупные однородные регионы. Вычислительная стоимость 

при этом выше, поскольку задача сводится к типовой задаче нахождения 

«собственных значений».  

Графовые свёрточные нейронные сети [61] расширяют классические 

подходы, обучая признаковые представления непосредственно на структуре графа. 

В задаче анализа SPECT-снимков сердца такая архитектура позволила точнее 

локализовать патологические участки по сравнению с методами, не 

учитывающими топологию данных. 

В статье [62] авторы предложили алгоритм сегментации изображений, 

основанный на графической оптимизации параметра модульности. Они начинают 

с начальной сегментации, используя метод суперпикселей, который разбивает 

изображение на небольшие сегменты. Каждый сегмент представляет собой область 

на графике, и граф областей строится с использованием сходства между регионами, 
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которое назначается в качестве веса сети. Затем применяется алгоритм 

обнаружения сообществ, основанный на модульной оптимизации. 

В другой статье [63] предложен алгоритм, основанный на комплексе 

алгоритмов обнаружения сообществ. Начальная сегментация выполняется с 

использованием метода суперпикселей, после чего пиксели рассматриваются как 

узлы на графе. Для построения сети используется функция CIELAB для 

вычисления сходства между суперпикселями. Связь между двумя узлами 

устанавливается только в случае, если вес меньше порогового значения. Для 

построения графа суперпикселей применяется "быстрый жадный" алгоритм, 

который является иерархическим агломеративным методом обнаружения 

сообществ. Однако, применяя невзвешенную сеть, возможно потерять важные 

сведения об изображении, что негативно сказывается на производительности. Из-

за высокой чувствительности к шуму, графовые методы сегментации часто 

используют цвет или текстуру для вычисления сходства между областями, что 

может приводить к чрезмерной сегментации, не отражающей истинные 

закономерности изображения. 

Графовые методы сегментации обладают известной проблемой 

сверхсегментации, при которой шумовые пиксели и локальные перепады яркости 

формируют лишние рёбра с высокими весами и алгоритм дополнительно разделяет 

однородные по смыслу области на десятки мелких фрагментов. В работе [64] для 

снижения этого эффекта граф строится без взвешивания рёбер, однако такое 

решение одновременно лишает модель информации о степени визуального 

сходства между соседними узлами. 

Авторы работы [65] применили графовые структуры к классификации 

поверхностных дефектов на микрофотографиях, сформулировав задачу в терминах 

полугруппового метода. По сравнению с полносвязными сетями для реализации 

такого алгоритмического подхода необходимо меньше вычислительных ресурсов, 

при том же качестве разметки на тестовой выборке. 

В работе [66] графовое представление использовалось для анализа тепловых 

изображений полимерных композитов. Учёт пространственной топологии 
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термограммы позволил выявлять подповерхностные дефекты в условиях низкого 

контраста, где стандартные пороговые подходы давали неприемлемый уровень 

ложных срабатываний. 

Перечисленные работы [67–69] охватывают разнородные типы входных 

данных и производственные контексты. При этом ни одна из них не даёт 

универсального решения, пригодного для произвольного типа дефектов и условий 

съёмки, что сохраняет актуальность дальнейших исследований в данном 

направлении. 

 
 

2.1.2 Начальная сегментация изображения 
 
 

Предлагаемый метод сегментации содержит двухэтапный конвейер с явным 

разбиением задач на локальное уплотнение информации и глобальную агрегацию 

структур. 

На первом этапе выполняется начальная сегментация с формированием 

мелких областей (суперпикселей), что уменьшает уровень шума и сохраняет 

контуры объектов для последующей агрегации.  

На втором этапе строится граф смежности областей (RAG), в котором узлы 

соответствуют регионам, а рёбра задаются по признаку пространственной близости 

и контакта границ [70]. Веса рёбер вычисляются на основе комбинированного 

признака, включающего текстурные и цветовые компоненты, что повышает 

дискриминативность оценки сходства для областей, близких по яркости, но 

различающихся по структуре [71]. 

Дальнейшее объединение регионов формулируется как задача обнаружения 

сообществ с балансом между вычислительной сложностью и качеством разбиения. 

Укрупнение выполняется итеративно: процесс продолжается до тех пор, пока 

прирост целевой функции (модульности или внутрикластерной однородности) 

остаётся статистически значимым, либо до стабилизации границ кластеров. 

Данный критерий остановки снижает риски как пересегментации, так и 

недосегментации, обеспечивая воспроизводимость результатов сегментации. 
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Аналитически метод основан на использовании трёх ключевых предпосылок:  

1. локально однородные фрагменты действительно коррелируют с 

семантическими компонентами объектов; 

2. комбинированная метрика сходства (текстура и цвет) согласована с 

визуальной близостью регионов суперпикселей; 

3. графовая агрегация способна корректно восстанавливать глобальную 

структуру из локальных отношений. 

Основные источники ошибок связаны с невыраженными границами и 

доменными сдвигами (например, изменением освещённости или контраста на 

изображении), из‑за чего близкие по цвету, но различающиеся по фактуре области 

могут ошибочно объединяться или, наоборот, разделяться.  

Для смягчения этих эффектов используются нормализация освещённости, 

калибровка весов признаков на валидационном поднаборе, регуляризация рёбер 

(порог минимальной контрастности), а также не значительная постобработка масок 

(сглаживание границ, устранение мелких артефактов). С вычислительной точки 

зрения построение RAG и оценка сходства масштабируются к числу регионов и их 

связей, а итеративное объединение сообществ позволяет достичь приемлемого 

компромисса между затратами и качеством. Практически это даёт точные и 

детализированные маски, пригодные для последующих этапов анализа (например, 

измерения геометрии дефектов или последующей классификации), при сохранении 

устойчивости к вариативности условий съёмки. 

 
 

2.1.3 Алгоритмы начальной сегментации изображения 
 
 

На этапе начальной сегментации применяются низкоуровневые методы, 

такие как суперпиксели (Superpixels) [63], MeanShift (метод сдвига среднего) [72], 

Level Set (метод уровневых множеств) [73] и Watershed (метод водораздела) [74]. 

Их использование позволяет сохранить локальные границы и мелкие структуры, 

тем самым подготавливая данные к дальнейшей агрегации и снижая 

вычислительную нагрузку. В частности, семейство методов суперпикселей 
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формирует квазигомогенные регионы и уменьшает число элементов для 

последующей обработки. В работе [65] предложен подход к построению 

однородных суперпикселей с низкими вычислительными затратами, основанный 

на связном варианте метода «K‑средних» с ограничением выпуклости и регулярной 

сеткой, который демонстрирует компактные сегменты при низкой склонности к 

пересегментации. 

Область применения суперпикселей не ограничена предварительной 

сегментацией. В работе [75] они используются не как входной признак детектора, 

а как обучающий сигнал при сегментации экземпляров в условиях отсутствия 

разметки. Процедура адаптивного самообучения, интегрированная в данный 

подход, повышает качество формируемых масок. 

Непараметрический алгоритм MeanShift [72] выполняет оценку моды 

функции плотности и формирует кластеры без предварительного задания их числа. 

Данное свойство делает алгоритм пригодным для задач, в которых структура 

данных неизвестна заранее, в частности при обнаружении дефектов на 

металлических поверхностях, солнечных панелях и железнодорожных рельсах.  

Метод активных контуров на основе функций уровня множества (Level Set) 

[73] обеспечивает точное описание границ при сложной топологии и 

пространственной неоднородности интенсивности. Вариант алгоритма с 

коррекцией смещения поля дополнительно учитывает неравномерность 

освещённости, что снижает систематическую ошибку при выделении 

низкоконтрастных границ. 

Алгоритм Watershed [74] интерпретирует карту градиентов изображения как 

рельеф и выделяет области как бассейны стока, разграниченные локальными 

минимумами интенсивности. Метод устойчив при разделении соприкасающихся 

объектов, однако без предварительной фильтрации склонен к пересегментации в 

зашумлённых областях. Модификация, описанная в работе [74], вводит маркерный 

контроль зон слияния, что снижает число ложных границ при анализе 

текстурированных поверхностей и детекции контактных дефектов на 

производственных изображениях. 
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2.1.4 Метрики расчёта весов графа 
 
 

Для расчетов и добавления весов к графу необходимо определить типы 

метрик узлов. В данной работе используется метрика цветового сходства и метрика 

текстуры. 

Метрика цветового сходства. Цвет является одним из ключевых факторов 

при сегментации изображений, играя важную роль в анализе визуальных данных 

благодаря своей простоте и информативности [76]. Каждый пиксель цветного 

изображения можно представить в виде трехмерного вектора, где каждая 

компонента отражает интенсивность одного из трех основных цветовых каналов - 

красного, зеленого и синего. 

Для упрощения анализа предполагается, что яркости пикселей в 

определенной области изображения носят случайный характер и распределены по 

нормальному, Гауссову закону. Это означает, что распределение интенсивностей 

пикселей в области 𝑅𝑅𝑖𝑖 можно математически выразить как нормальное 

распределение. Такое предположение позволяет более точно моделировать 

цветовые характеристики изображения и использовать их для сегментации по (1):  

𝑅𝑅𝑖𝑖𝑁𝑁(𝜇𝜇𝑖𝑖 , 𝑣𝑣𝑣𝑣𝑣𝑣𝑖𝑖),                                                                (1) 

где 𝜇𝜇𝑖𝑖- средний вектор интенсивности пикселей, вычисленный в трехмерном 

цветовом пространстве в областях 𝑅𝑅𝑖𝑖, а 𝑣𝑣𝑣𝑣𝑣𝑣𝑖𝑖 обозначает дисперсию 𝑅𝑅𝑖𝑖. 

Для измерения сходства между двумя распределениями в задачах детекции 

дефектов используются различные метрики расстояния, такие как EMD (Earth 

Mover’s Distance) [77] и среднее расстояние MD (MeanDistance). В данной работе 

выбрано среднее расстояние (MD) из-за его низкой вычислительной сложности и 

способности хорошо аппроксимировать EMD. Среднее расстояние определяется 

формулой (2): 

𝐷𝐷𝑀𝑀𝑀𝑀�𝑅𝑅𝑖𝑖 , 𝑅𝑅𝑗𝑗� = �𝜇𝜇𝑖𝑖 − 𝜇𝜇𝑗𝑗�𝑇𝑇�𝜇𝜇𝑖𝑖 − 𝜇𝜇𝑗𝑗�.                                     (2) 

Для преобразования распределения расстояния цветовых параметров в 
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метрику сходства используется ядро радиальной базисной функции (3): 

𝑐𝑐𝑖𝑖𝑖𝑖 = 𝑒𝑒𝑒𝑒𝑒𝑒 �
−𝐷𝐷𝑀𝑀𝑀𝑀�𝑅𝑅𝑖𝑖 , 𝑅𝑅𝑗𝑗�

2𝜎𝜎2 � .                                                  (3) 

Заслуживает внимания исследование метода H-EMD (Hierarchical Earth 

Mover’s Distance) [78]. Иерархическая формулировка Earth Mover's Distance 

находит применение в задачах сегментации биомедицинских данных, где требуется 

согласование пространственной и временной структуры соседних масок. 

Отдельное направление представляет вариационная версия метода, исследованная 

применительно к сегментации изображений в работе [36]: авторы сопоставляют 

кросс-доменные метрики на основе EMD с альтернативными мерами расстояния 

между распределениями и показывают, что учёт геометрии вероятностного 

пространства снижает чувствительность модели к доменному сдвигу. 

Выбор цветового пространства существенно влияет на качество детекции 

дефектов при работе с многоканальными изображениями. В ряде исследований 

предпочтение отдаётся пространству CIE LAB [79], в котором канал яркости 𝐿𝐿 

отделён от двух хроматических компонент: оси 𝐴𝐴 (красный/зелёный) и оси 𝐵𝐵 

(жёлтый/синий). Близость этого представления к перцептуально равномерной 

шкале снижает вклад неоднородной освещённости в метрику цветового различия, 

что особенно важно при съёмке в нестабилизированных производственных 

условиях. Канал L используется для анализа яркостных неоднородностей и 

локального контраста, тогда как каналы A и B предназначены для реализации 

процедуры дифференцирования близких по яркости, но различающихся по 

хроматике областей, что важно для точного выделения дефектов [80]. В сочетании 

с алгоритмами сегментации (суперпиксели, Level Set, Watershed) и метриками 

сходства (например, EMD и средним расстоянием MD) удаётся учитывать как 

текстурные, так и цветовые признаки, тем самым повышая устойчивость к 

вариациям освещения и к неравномерности фона. Практически же это приводит к 

более стабильным маскам, пригодным для дальнейших этапов анализа и контроля 

качества в производственных сценариях. 

Метрика текстуры. В задачах детекции дефектов одних цветовых 
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признаков часто недостаточно для корректного разделения визуально однородных 

областей, что приводит к ошибкам сегментации. Для повышения разрешающей 

способности используются текстурные характеристики, включая 

вейвлет‑дескрипторы и методы, основанные на локальных словарях.  

Гистограммы ориентированных градиентов, или HOG, формируют 

признаковое описание изображения на основе распределения направлений 

градиента в локальных ячейках. В отличие от признаков, опирающихся на 

абсолютные значения яркости, HOG слабо реагирует на плавные изменения 

освещённости, поскольку нормализация выполняется внутри каждого блока 

независимо. Это свойство оказывается полезным при работе с текстильными 

стропами, где равномерный фон ленты может существенно менять тональность в 

зависимости от условий съёмки. 

На материалах с нерегулярной текстурой HOG фиксирует направленность 

волокон и мест их переплетения, что позволяет отличать нормальную структуру 

плетения от локальных нарушений даже при близких средних значениях яркости. 

Недостаток применения вейвлет‑дескрипторов и методов, основанных на 

локальных словарях, состоит в фиксированном размере ячеек, из-за чего мелкие 

дефекты, не попавшие полностью в одну ячейку, могут не дать заметного отклика 

в итоговом дескрипторе. 

Процесс построения гистограммы ориентированных градиентов включает 

несколько этапов:  

- вычисление горизонтальных и вертикальных градиентов; 

- разделение изображения на небольшие ячейки (например, 8x8 пикселей) и 

вычисление гистограммы направлений градиента для каждой ячейки; 

- нормализация блоков (обычно 2x2 ячейки) для обеспечения инвариантности 

к изменениям освещенности; 

- объединение гистограмм блоков в один итоговый вектор признаков. 

Кроме того, структурирование сложных сетей на сообщества помогает 

объединять узлы с одинаковыми свойствами. Важным критерием здесь является 

модульность, определенная Ньюменом, которая измеряет плотность ребер внутри 
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сообществ по сравнению с ребрами между сообществами. Модульность выступает 

метрикой качества разбиения, сравнивающей наблюдаемую плотность связей 

внутри групп с ожидаемой в случайной модели той же степени. Для задач детекции 

дефектов это означает возможность формировать кластеры из узлов, обладающих 

схожими признаками, и отделять их от оставшейся части графа. Оценка по 

Ньюмену [60] позволяет ранжировать кандидатные разбиения и выбрать 

конфигурацию, где внутригрупповая однородность максимальна. Также 

существуют алгоритмы на основе «жадной» оптимизации, иерархической 

агрегации и многомасштабных эвристик, которые отличаются друг от друга 

скоростью сходимости и уровнем детализации. Вместе с тем модульность 

подвержена эффекту разрешения, когда мелкие, но значимые сообщества могут 

быть агрегированы при глобальной оптимизации. Для смягчения этого эффекта 

используют масштабные параметры, локальные критерии и постобработку границ 

кластеров. В результате удаётся повысить устойчивость сегментации и сохранить 

информативные мелкие структуры, критичные для выявления дефектов. 

 
 

2.1.5 Алгоритмы обнаружения сообществ 
 
 

Выбор алгоритмов обнаружения сообществ для взвешенного графа 

смежности регионов (Weighted Region Adjacency Graph, WRAG) определяется 

требованиями к масштабируемости и точности разбиения [80; 81]. Алгоритм 

Infomap [82] формализует задачу сегментации через минимизацию ожидаемой 

длины кодирования случайных блужданий по сети: маршруты, 

концентрирующиеся внутри плотно связанных подграфов, получают короткие 

коды, что и определяет границы сообществ. Метод демонстрирует устойчивую 

эффективность на крупномасштабных сетях с существенно различающимися 

размерами кластеров. Иерархический агломерационный алгоритм FGMDO [83] 

максимизирует модульность графа, оценивающую превышение внутрикластерной 

плотности связей над ожидаемой при случайном распределении рёбер. Благодаря 

близкой к линейной временной сложности алгоритм особенно результативен на 
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иерархически организованных сетях. 

Метод Лувена (Louvain) [84] реализует двухфазную стратегию максимизации 

модульности. В первой фазе каждая вершина образует отдельное сообщество; 

затем для каждой вершины вычисляется прирост модульности при её перемещении 

в соседние сообщества, и вершина присваивается тому из них, где прирост 

максимален. Во второй фазе сообщества, сформированные на предыдущем шаге, 

сворачиваются в мета-вершины, образуя сжатый граф для следующей итерации. 

Процедура повторяется до стабилизации модульности. Несмотря на 

вычислительную эффективность и хорошую масштабируемость, метод Лувена 

оперирует исключительно топологией графа и не учитывает атрибутивную 

информацию вершин, что сужает его применимость в задачах, где признаковое 

описание узлов несёт диагностически значимую информацию. 

В задачах, где узлы обладают сложными признаковыми описаниями, более 

предпочтительны методы, которые одновременно учитывают структуру графа и 

свойства данных [85]. К ним относятся графовые нейронные сети, формирующие 

обобщенные представления вершин на основе локального окружения и атрибутов. 

В работе [86] показано, что подобные подходы обеспечивают более высокое 

качество выделения сообществ по сравнению с классическими алгоритмами, 

которые в настоящее время используются преимущественно как базовые. При этом 

повышение точности сопровождается увеличением вычислительных затрат, что 

сдерживает применение сложных моделей на графах большого размера. 

При использовании алгоритмов обнаружения сообществ исключительно для 

сегментации изображений возможны неудовлетворительные результаты. Если 

пиксели интерпретировать как вершины графа и применять стандартные 

алгоритмы детекции сообществ, полученное разбиение может плохо 

соответствовать семантической структуре изображения. Обладая различными 

характеристиками, такими как цвет, пиксели в изображении существенно 

отличаются от узлов в графике, которые часто предполагаются одинаковыми по 

свойствам. При использовании информации отдельного пикселя для выявления 

закономерностей и информации, характерных для однородных сегментов 
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изображения, невозможно эффективно применять этот подход. 

 
 

2.1.6 Общий алгоритм сегментации дефектов 
 
 

Для решения проблем сегментации предлагается структура, которая 

учитывает все специфические свойства изображения и применяет эффективную 

оптимизацию модульности и стабильности. Структура детекции состоит из 

четырёх последовательных этапов: 

- начальная сегментация; 

- построение RAG; 

- добавление весов (построение WRAG); 

- выявление сообществ в сети. 

Первоначальная сегментация является самым важным этапом в 

функционировании предлагаемой структуры для детекции дефектов. Более того, на 

этапе начальной сегментации сообщества существенно снижают количество узлов 

в графе, уменьшая его с миллионов до тысяч, что снижает и вычислительную 

сложность алгоритма без изменения качества сегментации. Построение графа 

смежности областей (RAG) начинается с преобразования суперпикселей, 

полученных на этапе начальной сегментации, в узлы графа. Два узла соединяются 

ребром, если соответствующие области граничат друг с другом на изображении. За 

счёт такого уплотнения представления число элементов, которые обрабатывает 

алгоритм, оказывается на порядок меньше исходного числа пикселей. 

Вес каждого ребра в RAG отражает степень сходства между смежными 

областями и вычисляется по уравнениям, учитывающим одновременно текстурные 

и цветовые характеристики поверхности [87]. Матрица сходства W, получаемая в 

результате этого вычисления, служит входными данными для алгоритма разбиения 

графа. Корректный выбор метрики сходства при формировании W существенно 

влияет на границы итоговых сегментов, поскольку ребра с заниженными весами 

могут привести к слиянию областей, различных по структуре поверхности. 

Затем на основе проведенных измерений добавляются веса. Сходство между 
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узлами определяется комбинацией цветовых и текстурных признаков, что 

позволяет учитывать регулярности внутри изображения и избегать чрезмерной 

сегментации. В отличие от подхода, предложенного в работе [88], где граф 

строился на основе суперпикселей, связанных весовой функцией, основанной 

только на цвете, в данном исследовании сходство определяется комбинацией 

признаков LAB и HOG. В исследовании применяется гибридный алгоритм для 

расчета сходства между областями изображения, который объединяет два 

ключевых признака, это текстуру (по методу HOG) и цветовые характеристики (по 

модели LAB). Такой подход позволяет учесть, как визуальные текстурные 

особенности, так и цветовые параметры, что существенно повышает точность 

обнаружения дефектов. В частности, матрица сходства между областями 

определяется специальным уравнением (4): 

𝑊𝑊 = 𝑤𝑤𝑖𝑖𝑖𝑖 = 𝑎𝑎 ∗ �𝑡𝑡𝑖𝑖𝑖𝑖 ∗ 𝑐𝑐𝑖𝑖𝑖𝑖 + (1 − 𝑎𝑎) ∗ 𝑐𝑐𝑖𝑖𝑖𝑖 , (𝑖𝑖, 𝑗𝑗) = 1, … , 𝑛𝑛,                 (4) 

где 𝑤𝑤𝑖𝑖𝑖𝑖 - вес между областями 𝑖𝑖 и 𝑗𝑗, 𝑡𝑡𝑖𝑖𝑖𝑖 - текстурное сходство, 𝑐𝑐𝑖𝑖𝑖𝑖   - цветовое 

сходство, а 𝑎𝑎 - коэффициент, регулирующий вклад каждого признака. Эта 

комбинация позволяет более точно моделировать взаимосвязи между областями 

изображения, учитывая, как их цвет, так и текстуру, что существенно улучшает 

результаты сегментации и выявления дефектов. 

Алгоритм сегментации изображений с помощью графов можно описать 

следующим образом: 

 
 

Алгоритм 1. Начальная сегментация изображения 
 
 

Шаг 1. Начальная сегментация, при которой уменьшается количество узлов 

в графе; 

Шаг 2. Построение RAG с использованием пространственной априорной 

информации изображения. Граф 𝐺𝐺 = (𝑉𝑉, 𝐸𝐸) является неориентированным. Узлы 

𝑣𝑣𝑖𝑖 ∈ 𝑉𝑉 соответствуют областям изображения 𝑅𝑅𝑖𝑖, а 𝐸𝐸 представляет собой множество 

рёбер, соединяющих пары соседних узлов; 
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Шаг 3. Весам рёбер RAG присваиваются значения сходства между соседними 

областями, рассчитанные по цветовым и текстурным признакам, что формирует 

взвешенный граф WRAG: 

𝑊𝑊 = 𝑤𝑤𝑖𝑖𝑖𝑖 = 𝑎𝑎 ∗ �𝑡𝑡𝑖𝑖𝑖𝑖 ∗ 𝑐𝑐𝑖𝑖𝑖𝑖 + (1 − 𝑎𝑎) ∗ 𝑐𝑐𝑖𝑖𝑖𝑖 , (𝑖𝑖, 𝑗𝑗) = 1, … , 𝑛𝑛.                           
Шаг 4. Выявление сообществ в графе WRAG. Конец алгоритма. 

 

Выделение сообществ в графе сводится к поиску разбиения, 

максимизирующего модульность. Алгоритм Гирвана-Ньюмана [89], решает эту 

задачу итеративным удалением рёбер с наибольшей нагрузкой: граф 

последовательно распадается на компоненты, каждая из которых интерпретируется 

как отдельное сообщество. Вычислительная сложность метода составляет 𝑂𝑂(𝑚𝑚2𝑛𝑛) 

для графа с 𝑚𝑚 рёбрами и 𝑛𝑛 узлами, что делает его малопригодным для крупных 

сетей. Метод Louvain устраняет этот недостаток за счёт двухфазной итеративной 

оптимизации: на первой фазе каждый узел переносится в то сообщество соседа, 

которое даёт наибольший прирост модульности, на второй фазе сообщества 

сворачиваются в суперузлы, после чего процедура повторяется. Практическая 

сложность метода близка к линейной, что обеспечивает его применимость при 

детекции структурных аномалий в графовых представлениях изображений. 

Для оценки эффективности графовых методов детекции аномалий 

cформированы специальные метрики, учитывающие взвешенные узлы. Эти 

метрики включают как меры сходства цветов, так и структурные характеристики, 

как это было представлено в работах [1–3].  

Нормальная модель распределения интенсивностей образует удобную 

математическую основу для количественного анализа изображений. Она снижает 

вычислительную сложность алгоритмов обработки и позволяет более точно 

описывать цветовую структуру пространственных регионов. Предположение о 

нормальном распределении интенсивностей пикселей в области дает возможность 

использовать широкий набор методов статистического анализа для повышения 

качества изображений и решения прикладных задач компьютерного зрения, 

включая сегментацию и фильтрацию шумов (5): 
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𝑅𝑅𝑖𝑖𝑁𝑁(𝜇𝜇𝑖𝑖 , 𝑣𝑣𝑣𝑣𝑣𝑣𝑖𝑖),                                                               (5) 

где 𝜇𝜇𝑖𝑖 - средний вектор интенсивности пикселей, вычисленный в трехмерном 

цветовом пространстве в областях 𝑅𝑅𝑖𝑖, а 𝑣𝑣𝑣𝑣𝑣𝑣𝑖𝑖 обозначает дисперсию 𝑅𝑅𝑖𝑖. 

Чтобы оценить степень сходства между двумя распределениями, 

применяется метрика среднего расстояния (Mean Distance). Такой подход 

вычислительно прост и при этом достаточно эффективен. Формула для вычисления 

MD имеет вид (6): 

𝑀𝑀𝑀𝑀�𝑅𝑅𝑖𝑖 , 𝑅𝑅𝑗𝑗� = �𝜇𝜇𝑖𝑖 − 𝜇𝜇𝑗𝑗�,                                                       (6) 

где �𝜇𝜇𝑖𝑖 − 𝜇𝜇𝑗𝑗� обозначает евклидово расстояние между средними векторами 

интенсивности пикселей областей 𝑅𝑅𝑖𝑖  и 𝑅𝑅𝑗𝑗 

Для получения качественной сегментации недостаточно ориентироваться 

только на цветовые характеристики, поскольку это может приводить к 

искусственному разделению однородных объектов на несколько сегментов. 

Поэтому в модели дополнительно учитываются текстурные особенности 

анализируемых областей. 

Метод HOG (Histogram of Oriented Gradients) выбран в качестве текстурного 

дескриптора благодаря способности формировать компактные признаки на основе 

распределения ориентаций градиента в локальных окнах. Блочная нормализация 

обеспечивает устойчивость к изменениям освещённости, а агрегирование 

ориентаций фиксирует тонкие вариации формы. В производственных сценариях 

HOG включается в конвейер обработки совместно с предварительной 

нормализацией, подавлением шума и сегментацией; полученные признаки 

подаются в классификатор или модуль сопоставления. При необходимости 

снижения вычислительной нагрузки дополнительно применяются регуляризация и 

методы уменьшения размерности. 

Для повышения качества сегментации дефектных областей HOG-дескрипторы 

используются совместно с цветовым пространством LAB. В отличие от RGB, 

пространство LAB построено так, что евклидово расстояние между точками 

приближённо соответствует перцептивной разнице цветов, что снижает влияние 
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неравномерного освещения на результат сегментации. Совместное применение 

цветовых и градиентных признаков повышает надёжность разграничения 

нормативных и дефектных зон на изображениях поверхностей. 

Для выявления групповой структуры многокомпонентных сетей в данном 

исследовании применяется кластеризация вершин с максимизацией 

внутрикластерной связности относительно межкластерных соединений. Основным 

критерием качества разбиения служит модульность, введённая Ньюменом [90]: она 

оценивает, насколько число внутрикластерных рёбер превышает их ожидаемое 

количество при случайной конфигурации графа с теми же степенями вершин. 

Высокое значение модульности указывает на наличие выраженной 

сообщественной структуры, в которой внутригрупповые взаимодействия 

статистически значимо преобладают над межгрупповыми. 

Для детекции сообществ в графовых структурах рассматриваются различные 

алгоритмические решения, включая FMCDRN [91], Infomap [82], FGMDO [83] и 

Louvain [84]. Указанные алгоритмы позволяют надежно идентифицировать и 

структурировать сообщества, тем самым углубляя понимание сетевой 

архитектуры. Применение этих методов способствует более точной детекции 

дефектов за счет выявления критически важных структурных элементов и их 

корреляций. 

 
 

Алгоритм 2. Обучение U-сети 
 
 

Шаг 1. Каждое изображение дополняется вращениями, отражениями и 

другими D4 аугментациями;  

Шаг 2. Изображения вместе с дополнениями нормализуются;  

Шаг 3. Вокруг каждого дефекта дополнительно формируются батчи 

изображений;  

Шаг 4. Используя полученный набор батчей, U-сеть обучается предсказывать 

метки двоичных пикселей;  

Шаг 5. Обучается RF классификатор на использование характеристик, 
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извлеченных в каждой позиции пикселя в U-сеть; 

Шаг 6. В вероятностном изображении вычисляются максимально 

устойчивые экстремальные области (Maximally Stable Extremal Regions или же 

MSER) и каждая область анализируется для исключения ложных срабатываний. 

Конец алгоритма. 

Для измерения результативности предложенной модели проводится 

начальный анализ воздействия различных параметров, используемых при расчете 

сходств между областями графических материалов. Процедура начинается с 

калибровки параметра уравновешивания на 10 репрезентативных изображениях. 

Сначала происходит перебор значений по заранее заданной сетке, а качество 

сегментации оценивается по набору критериев. Затем выполняется анализ 

изображений по типам признаков. Цветовые (яркость и хроматические каналы) и 

текстурные дескрипторы рассматриваются как независимые источники 

информации, их вклад оценивается раздельно и в комбинации. В качестве 

сопутствующих факторов исследуются контраст и яркость, поскольку именно они 

часто детерминируют смещение границ и появление мелких артефактов. Итоговая 

конфигурация определяется по результатам многокритериальной валидации. 

Наряду с интегральными метриками точности в расчёт принимаются стабильность 

разбиений при варьировании параметров и инвариантность к изменениям условий 

освещения. Совокупность данных критериев обеспечивает воспроизводимость 

результатов при тестировании на независимых наборах данных. 

В рамках экспериментального исследования анализируется зависимость 

эффективности предложенного подхода от состава признакового пространства: 

рассматриваются варианты с использованием исключительно текстурных 

характеристик, исключительно цветовых признаков, а также их совместного 

применения. Количественный и качественный анализ результатов сегментации 

свидетельствует о том, что объединение цветовых и текстурных признаков 

существенно повышает точность детекции дефектов по сравнению с применением 

каждого типа признаков в отдельности. 
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2.1.7 Результат экспериментов 

 
 

Для оценки эффективности предложенной системы в контексте детекции 

дефектов используются две признанные метрики сегментации: вероятностный 

индекс Рэнда (Probabilistic Rand Index или же PRI) [92] и вариация информации VOI 

(Variation of Information) [93].  

Показатель PRI применяется для определения степени подобия между двумя 

наборами данных. Чем выше величина PRI, тем больше аналогия между двумя 

областями изображения, указывая на более точное соответствие между ними. 

Напротив, критерий «Variation of Information» оценивает общий прирост и 

потерю данных при сравнении двух частей. Показатель VOI всегда 

положительный, и чем он ниже, тем больше степень подобия между областями. 

Таким образом, низкий уровень VOI свидетельствует о том, что среди 

сравниваемых частей потеряно или добавлено минимальное количество данных, 

что указывает на высокое качество сегментации: 

𝑉𝑉𝑉𝑉𝑉𝑉(𝐶𝐶, 𝐶𝐶′) = 𝐻𝐻(𝐶𝐶) + 𝐻𝐻(𝐶𝐶′) − 2𝐼𝐼(𝐶𝐶, 𝐶𝐶′),                             (7) 

где 𝐻𝐻(𝐶𝐶) и 𝐻𝐻(𝐶𝐶′) есть энтропия сегментов 𝐶𝐶, 𝐶𝐶′ соответственно, а 𝐼𝐼(𝐶𝐶, 𝐶𝐶′) 

определяет меру общей информации между сегментами. 

В проведенных экспериментах исследованы результативность 

разработанного метода с применением ключевых метрик «аккуратности» 

(Precision) и «полноты» (Recall). «Аккуратность» показывает, насколько точно 

удалось выделить все контурные элементы, учитывая истинные границы на 

рисунке.  

Анализ с использованием этих метрик поможет нам лучше понять, насколько 

эффективно предложенный подход справляется с задачей точного и полного 

определения краевых пикселей по формуле (8): 

𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃 =
|𝑆𝑆𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡| ∩ |𝑆𝑆𝑖𝑖|

|𝑆𝑆𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡| ,                                                (8) 

где 𝑆𝑆𝑖𝑖 - истинная сегментация по разметке, 𝑆𝑆𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡 - тестовая сегментация, а |𝑆𝑆| 
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- обозначает число граничных пикселей в сегментации. «Полнота» показывает меру 

обнаруженных пикселей на границе сегментов, являющихся истинными (9): 

𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 =
|𝑆𝑆𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡| ∩ |𝑆𝑆𝑖𝑖|

|𝑆𝑆𝑖𝑖| .                                                         (9) 

F-мера, как гармоническое среднее полноты и точности определяется по (10) 

как (далее 𝛼𝛼 = 0.5 – параметр баланса между точностью (precision) и полнотой 

(recall) в машинном обучении): 

𝐹𝐹 =
𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃 ∗ 𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅

(1 − 𝛼𝛼) ∗ 𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 + 𝛼𝛼 ∗ 𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃 .                                      (10) 

С намерением выбора наилучшей первоначальной маркировки, способной 

благоприятно влиять на выявление недостатков, проводились тесты с двумя 

методами: MeanShift [72] (Сдвиг средних») и Superpixels [94]. В результате анализа 

показателей, а также срока функционирования, метод «Сдвиг средних» был выбран 

в качестве наилучшего варианта. 

С целью выбора метода обнаружения сообществ были протестированы 

методы FMCDRN [91], Infomap [82], FGMDO [83] и Louvain [84]. Все эксперименты 

показали, что наилучшую разметку изображений обеспечивает метод FMCDRN на 

4.5% по точности и 2.3% по полноте. Данные результаты, полученные автором в 

соавторстве (доля автора более 70%), и были опубликованы в [95]. 

Сравнение предложенного алгоритма с известными методами сегментации, 

такими как Modularity-based image segmentation [96] WiseCode [64], Lossy 

Compression [97] и EDISON [98], показало, что новый алгоритм демонстрирует 

лучшие результаты по всем метрикам. В эксперименте по выбору начальной 

сегментации применялись алгоритмы Meanshift [99] и Superpixels, причем 

параметры для алгоритма деления на суперпиксели были подобраны так, чтобы 

обеспечить схожее количество областей с алгоритмом Meanshift. Средние значения 

PRI, VOI, Precision и Recall для алгоритмов Meanshift и Superpixels представлены в 

Таблице 1, где видно, что алгоритм Meanshift превосходит Superpixels по всем 

четырем метрикам. 
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Учитывая выявленные ограничения в подходах к сегментации, важно, чтобы 

предлагаемая структура также учитывала временную сложность алгоритмов. 

Сравнение времени выполнения каждого алгоритма показало, что Meanshift 

работает быстрее Superpixels примерно в 2,5 раза согласно Таблице 1. Эти 

результаты подтверждают выбор алгоритма Meanshift в качестве начальной 

сегментации для дальнейших экспериментов. 

 
 

Таблица 1 – Сравнение результативности алгоритмов Meanshift и Superpixels  

Алгоритм PRI VOI Точность Полнота F-мера 

Время 

работы 

(сек.) 

Алгоритм 

Meanshift 

0.722 1.89 0.708 0.698 0.703 6.462 

Деление на 

суперпиксели 

0.689 2.329 0.645 0.559 0.599 15.89 

 

 

Для выбора наиболее эффективного алгоритма детекции дефектов, 

сравнивались несколько алгоритмов детекции сообществ. По результатам анализа, 

представленного в Таблице 2, видно, что алгоритм Infomap, хотя и работает 

быстрее других, не всегда обеспечивает наилучшую сегментацию и склонен 

недооценивать количество сообществ. В то же время, алгоритм FMCDRN согласно 

таблице 2 лучше сегментирует изображения, что делает его предпочтительным для 

последующего сравнения с альтернативными методами. Данные выводы основаны 

на анализе показателей каждого алгоритма, что позволяет выбрать метод для 

повышения качества детекции дефектов в изображениях.  
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Таблица 2 – Сравнение результативности алгоритмов детекции сообществ  

Алгоритм PRI VOI Точность Полнота F-мера 

FMCDRN  0.751 1.895 0.717 0.756 0.736 

FGMDO 0.719 2.167 0.689 0.619 0.652 

Louvain 0.653 2.541 0.561 0.583 0.572 

Infomap 0.509 2.817 0.539 0.508 0.523 

 
 
В работе выполнено качественное сравнение предложенного алгоритма с 

FMCDRN и некоторыми известными современными методами сегментации, а 

именно:  

1. алгоритм «Modularity-based image segmentation»; 

2. метод “WISECODE”; 

3. метод сжатия с потерями (Lossy Compression); 

4. метод EDISON. 

Результаты приведены в Таблице 3. 
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Таблица 3 –Сравнение результативности алгоритмов сегментации  

Алгоритм PRI VOI Точность Полнота F-мера 

EDISON 0.564 2.457 0.427 0.522 0.470 

LC 0.587 2.250 0.512 0.531 0.521 

Modularity-

based  

0.601 1.909 0.545 0.588 0.566 

WISECODE 0.632 1.811 0.601 0.570 0.585 

FMCDRN 0.635 1.789 0.645 0.593 0.618 

 
 
Несмотря на результаты исследований, использование графовых методов 

ограничено ручной настройкой параметров и статической природой алгоритма. 

Далее в работе исследуется возможность использования модификаций 

полносвязных сверточных сетей, таких как множество U-Net подобных сетей, 

которые позволяют адаптироваться к условиям изменения входного 

фотоизображения.  

 
 

2.2 Использование модификации полносвязных сверточных сетей FCN 
 
 

2.2.1 Архитектура U-Net и ее ограничения 
 
 

Архитектура полносвязных сверточных сетей U-Net как конволюционная 

архитектура демонстрирует высокие результаты в сегментации при наличии 

достаточного объёма размеченных данных и разнообразия примеров. В условиях 

ограниченной выборки с редкими дефектами устойчивость модели снижается, а 

склонность к переобучению возрастает, что ухудшает точность предсказываемых 

масок. Метод «случайного леса» в аналогичных условиях показал более высокую 

адаптивность: ансамблирование решающих «деревьев» совместно с учётом 
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контекстных признаков на уровне пикселей обеспечивает устойчивость к малому 

числу обучающих образцов. Обучение ведётся по вектору признаков каждого 

пикселя, что позволяет точнее разделять дефектные и бездефектные участки ткани 

на изображениях текстильных строп. Ансамбль «деревьев» агрегирует решения 

отдельных моделей и тем самым снижает дисперсию предсказаний по сравнению с 

финальным слоем U-Net [7]. В трактовке экспертов каждое «дерево» выступает 

независимым оценщиком, а «случайный лес» [100] объединяет их выводы и 

формирует более стабильный результат при малых объёмах данных. 

 
 

2.2.2 Предварительная обработка и нормализация данных 
 
 

Для корректной обработки крупных изображений выполняется 

предварительная нормализация, которая выравнивает распределения 

интенсивностей и снижает межсерийные различия. Такая стандартизация улучшает 

сходимость последующих алгоритмов и повышает устойчивость к вариациям 

освещённости. После нормализации изображение делят на группы участков, 

поскольку прямой прогон полного кадра через сеть ограничен по памяти и времени. 

Участки изображений подают в архитектуру U-Net сети с контролируемым 

перекрытием, что позволяет сохранить контекст на границах и уменьшить 

артефакты при последующей сборке результата.  

На первом шаге каждая группа пикселей разбивается на мелкие однородные 

регионы [101]. Мелкая начальная разбивка важна потому, что свёрточные операции 

на следующих этапах работают в пределах уже выделенных областей и не 

восстанавливают детали, потерянные при слишком грубой сегментации. 

Каждый регион описывается вектором, объединяющим текстурные и 

цветовые признаки. Текстурная часть фиксирует распределение ориентаций 

градиентов и позволяет различать поверхности с близкой средней яркостью, но 

разной фактурой. Перед объединением компоненты стандартизируются, иначе 

цветовые признаки с более широким динамическим диапазоном заглушают 

текстурные. Итоговая степень близости между смежными узлами графа 
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вычисляется по взвешенной метрике, веса которой подбираются на валидационной 

выборке отдельно для каждого типа контролируемой поверхности. 

Текстурная часть отражает распределения интенсивностей и ориентации 

градиентов внутри сегмента, а цветовая часть описывает усреднённые значения и 

дисперсии по каналам. Признаки предварительно стандартизуют для 

выравнивания вклада компонентов перед вычислением расстояний. Сходство 

оценивают по взвешенной метрике, при этом веса подбираются в процессе 

валидации, что повышает точность сравнения соседних областей и снижает риск 

ошибочного слияния. 

Модели на основе свёрточных сетей требуют обширных размеченных 

данных для достижения устойчивого обобщения [102]. Применение полносвязных 

слоёв предобученной сети в роли универсального дескриптора позволяет извлекать 

информативные признаки даже при ограниченном объёме обучающей выборки. 

Данная стратегия обеспечивает перенос знаний из доменов с большим количеством 

данных в задачи контроля качества с малым числом примеров. Вместе с тем 

извлечение признаков из батчей посредством полносвязных слоёв сопряжено со 

значительными временными затратами, что становится узким местом при 

обработке данных в режиме реального времени и снижает практическую 

применимость подхода. 

 
 

2.2.3 Схема обучения U-Net для обнаружения дефектов 
 
 

Детекция низкочастотных компонент дефектов предполагает реализацию 

структурированного подхода к обучению архитектуры U-Net на предварительной 

стадии. Ниже рассматривается схема алгоритма обнаружения дефектов. 

Исходные изображения преобразуются с применением операций группы 

симметрий D4, включающих вращения и отражения различных типов. Данная 

стратегия расширяет вариативность обучающей выборки и повышает способность 

модели к обобщению на новые данные. Все образцы, в том числе синтетически 

дополненные, нормализуются линейным масштабирующим преобразованием к 
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нулевому среднему и единичной дисперсии. Стандартизация входных данных 

стабилизирует градиентную оптимизацию и сокращает время сходимости. Для 

концентрации модели на локальных признаках аномальных зон вокруг каждого 

дефектного региона формируются целевые пакеты патчей заданного размера. 

Такой подход снижает влияние фонового контекста и повышает чувствительность 

к малоразмерным дефектам. 

На сформированных образцах изображений сеть U-Net обучается задаче 

попиксельной бинарной сегментации: нормативные и дефектные пиксели 

разделяются с помощью взвешенной функции потерь, компенсирующей дисбаланс 

классов. Полученные побуквенные карты признаков затем передаются 

классификатору на основе случайного леса, который принимает итоговое решение 

на уровне пикселя по ансамблевому голосованию деревьев решений. Данный 

метаклассификатор снижает частоту ошибочных предсказаний и усиливает общую 

точность детекции. 

Финальная обработка включает анализ полученной вероятностной карты с 

применением детектора максимально стабильных экстремальных регионов. Эта 

процедура исключает ложноположительные срабатывания, повышая точность 

итоговой сегментации и минимизируя количество ошибочно классифицированных 

дефектов. 

Формально работа гибридной сети U-Net и классификатора Random Forest 

представляет собой композицию двух функций: 

1. Функция извлечения признаков Φ(𝑥𝑥), используемая в U-Net; 

2. Функция классификации пикселей 𝛹𝛹(𝑧𝑧), реализованная в классификаторе 

RF. 

«Случайный лес» обучается на парах �𝜙𝜙𝑖𝑖,𝑗𝑗 , 𝑦𝑦𝑖𝑖,𝑗𝑗�, где 𝑦𝑦𝑖𝑖,𝑗𝑗 - метка класса 

дефекта для каждого пикселя (𝑖𝑖, 𝑗𝑗). Так как случайный лес состоит из 𝐾𝐾 решающих 

деревьев, то классификатор пикселей изображения будет определяться по (11): 

𝛹𝛹�𝜙𝜙𝑖𝑖,𝑗𝑗� =  
1
𝐾𝐾 � 𝜓𝜓𝑘𝑘�𝜙𝜙𝑖𝑖,𝑗𝑗�,

𝑁𝑁

𝑖𝑖=1

                                              (11) 
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где 𝜓𝜓𝑘𝑘 - решающее правило 𝑘𝑘-го дерева. 

В качестве функции потерь для U-Net сети и классификатора «случайного 

леса» была использована бинарная кросс энтропийная функция 𝐿𝐿𝐶𝐶𝐶𝐶  (12): 

𝐿𝐿𝐶𝐶𝐶𝐶 =  −
1
𝑁𝑁 ∗  �[𝑦𝑦𝑖𝑖 ∗ log(𝑝𝑝𝑖𝑖) + (1 −  𝑦𝑦𝑖𝑖) ∗ log(1 −  𝑝𝑝𝑖𝑖)],                

𝑁𝑁

𝑖𝑖=1

 (12) 

где 𝑦𝑦𝑖𝑖  истинная метка дефекта, а 𝑝𝑝𝑖𝑖 предсказание модели. 

На втором этапе работы алгоритма формируется обучающий набор, извлекая 

признаковые векторы для каждого положительного пикселя, а также для равного 

числа случайно выбранных отрицательных пикселей [103]. Эти данные 

используются для обучения классификатора, основанного на пространственных 

характеристиках векторов. 

При анализе нового изображения сначала создается вероятностное 

изображение с использованием обученной сети. Затем каждому пикселю 

присваивается оценка вероятности наличия дефекта с помощью обученного 

классификатора. Такой подход позволяет значительно повысить точность детекции 

дефектов, учитывая пространственные признаки изображения. 

Признаковые векторы для обучения классификатора формируются путём 

извлечения данных из предварительно обученной сети отдельно для пикселей 

дефекта и случайно выбранных фоновых пикселей, взятых в равном соотношении. 

Баланс классов на этом этапе принципиален, поскольку при сильном преобладании 

фоновых пикселей классификатор смещается в сторону предсказания нормального 

класса вне зависимости от входных данных. 

Применение предварительно обученной сети позволяет извлекать признаки 

на нескольких уровнях детализации одновременно. Результатом обработки 

входного изображения служит двумерная карта вероятностных оценок, где 

значение каждого элемента отражает степень уверенности модели в наличии 

аномалии в данной точке [104]. Для локализации конкретных дефектных областей 

карта передаётся в детектор устойчивых экстремальных регионов, который 
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объединяет смежные высоковероятные пиксели в связные компоненты с учётом их 

топологии. 

Перед подачей в детектор значения яркости нормализуются линейным 

преобразованием в диапазон от 0 до 255, что устраняет влияние различий в 

экспозиции между снимками. Валидация гипотез производится посредством 

статистического анализа внутри каждой выделенной области, а далее 

подсчитывается число пикселей 𝑛𝑛𝑝𝑝 с вероятностной оценкой выше критического 

уровня. Регионы, где относительная доля таких элементов не достигает заданного 

порога 𝑘𝑘%, отклоняются как статистически незначимые. Этот фильтрующий 

механизм смещает фокус на зоны с максимальной концентрацией признаков 

дефектности, минимизируя влияние шума. 

Извлечение признаков базируется на предварительно обученной сверточной 

архитектуре, способной генерировать мультимасштабные представления 

изображения. Активации различных слоев агрегируются в признаковые векторы, 

которые формируют обучающую выборку.  

Для устранения смещения классов в датасет включается равное количество 

позитивных образцов дефектных пикселей и негативных примеров, выбранных 

случайным образом из нормальных областей. Обученный на таких данных 

классификатор приобретает способность различать тонкие паттерны в 

признаковом пространстве. 

При обработке новых данных сеть формирует вероятностную карту, которая 

передаётся классификатору для попиксельной оценки аномальности. Детектор 

MSER выделяет устойчивые области изображения, задействуя как локальные 

значения интенсивности, так и глобальные структурные характеристики для 

локализации дефектных зон. 

Финальная верификация кандидатов выполняется по доле пикселей внутри 

каждого региона, превышающих заданный порог принадлежности к классу 

дефектов. Регионы, не достигающие этого критерия, исключаются из итогового 

результата, что сокращает число ложноположительных срабатываний при 

сохранении приемлемой полноты обнаружения. 
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2.2.3 Методы увеличения объема данных и оптимизация параметров 
 
 
Дефицит размеченных обучающих примеров ограничивает эффективную 

оптимизацию параметров глубоких нейронных сетей. Методы искусственного 

расширения выборки посредством управляемых преобразований позволяют 

частично компенсировать эту проблему. Применение операторов сдвига, 

перспективных искажений, зеркальных симметрий и эластичных деформаций к 

существующим изображениям создает расширенную версию датасета с 

существенно повышенной вариативностью. 

Аугментация данных повышает устойчивость модели за счёт того, что в 

процессе обучения одно и то же изображение предъявляется сети в нескольких 

геометрически и фотометрически различных вариантах. В результате сеть 

использует именно признаки, сохраняющиеся при поворотах, масштабировании и 

изменении яркости, а не на случайные артефакты конкретного снимка. 

В задаче контроля изображений текстильных строп это особенно важно, 

поскольку условия съёмки на производстве нестабильны. Освещение меняется в 

течение смены, стропа подаётся под разными углами, а загрязнения фона 

варьируются от партии к партии. Модель, обученная без аугментации на 

фиксированном наборе изображений, как правило, теряет качество при малейшем 

отклонении условий от обучающей выборки. Введение аугментации не устраняет 

этот разрыв полностью, однако существенно сокращает его, покрывая часть 

эксплуатационной изменчивости ещё на этапе обучения. 

Одним из существенных источников изменчивости входных данных является 

разница в освещенности фона, что способно радикально изменить распределение 

яркостей на изображении. Нормализационные процедуры компенсируют этот 

эффект через приведение значений интенсивности к стандартизованному 

распределению, что одновременно усиливает локальный контраст.  
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Описанная предобработка снижает зависимость модели от условий 

освещения, при которых были получены обучающие данные. Нормализация 

контраста обеспечивает инвариантность извлекаемых признаков относительно 

артефактов подсветки, что критично для промышленных условий с нестабильным 

освещением. 

Для каждого изображения применяется попиксельное преобразование вида 

𝑝𝑝′ = (𝑝𝑝 − 𝜇𝜇) 𝜎𝜎⁄ , где μ и σ представляют собой среднее значение и стандартное 

отклонение, вычисленные для области размером 𝑊𝑊 × 𝑊𝑊. Локальная статистика, а 

не глобальная, предпочтительна здесь по причине неравномерности градиента 

яркости по полю кадра, ввиду того что глобальное среднее сглаживает контраст в 

затенённых зонах и подавляет слабовыраженные дефекты. 

При формировании обучающей выборки патч размером 𝑃𝑃 × 𝑃𝑃, 

центрированный вблизи дефектной области, позиционируется со случайным 

пространственным сдвигом относительно её центра. Такая рандомизация 

препятствует запоминанию модели фиксированной позиции дефекта внутри блока 

и увеличивает разнообразие обучающих примеров без дополнительной разметки. 

Рандомизация положения патчей служит основным механизмом 

пространственной регуляризации: модель не может опереться на координатный 

признак при локализации дефекта, что вынуждает её учить текстурные и 

структурные паттерны. В качестве оптимизатора использован Adam [105], 

адаптивная схема обновления которого устойчива к разреженным градиентам и не 

требует ручной настройки скорости обучения для отдельных слоёв U-образной 

архитектуры. Каждая новая архитектура сети и модификация методов вносит 

специфический вклад в итоговую производительность, а их совместное 

применение порождает синергетический эффект. 

Нормализация начинается с вычисления статистических моментов для 

каждой локальной области 𝑊𝑊 × 𝑊𝑊. Далее применяется нормализующее 

преобразование, трансформирующее интенсивность каждого пикселя p в новое 

значение  𝑝𝑝′, что уравнивает распределение данных и оптимизирует условия для 

обучения нейросети. 
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В процессе тренировки блоки 𝑃𝑃 × 𝑃𝑃 в окрестности дефектов отбираются с 

произвольным смещением для обеспечения вариативности положения аномалии. 

Дефект может локализоваться в любой части фрагмента вместо строго 

центрального расположения, что обеспечивает адаптацию модели к разнообразным 

сценариям и усиливает устойчивость к флуктуациям в позиционировании 

дефектов. 

С намерением формирования обучающего комплекта было использовано 546 

фотографий, каждая из которых содержала по меньшей мере один недостаток, а 

также соответствующие изображения эталонных масок. Все тесты проводились 

при использовании 10 фолдовой схемы перекрестной валидации (k-fold cross-

validation), что позволило увеличить объем учебного комплекта на десять 

дополнительных изображений для каждого исходного фотоизображения. 

 
 

2.2.4 Оценка результатов работы моделей 
 
 

Представленные результаты оценки работы предложенных моделей 

получены в соавторстве при доминирующем вкладе автора, составляющем не 

менее 80%, и опубликованы в работе [106]. 

Процесс тренировки U-нейронной сети включал формирование пакетов 

размером 64x64, включающих как исходные, так и добавочные снимки. Проверка 

эффективности программы осуществлялась лишь на исходных снимках. Перед 

интеграцией в процесс учебы все визуальные материалы, включая те, что 

использовались для составления пакетов, прошли Z-нормализацию. Тренировка U-

сети продолжалась в течение 100 этапов с числом пакетов 8 и 32 циклами на 

каждый этап. Результативность системы оценивалась с использованием мер 

Intersection-Over-Union (IOU) и Dice Coefficient (DC). Эти индикаторы позволяют 

измерить степень совпадения между предсказываемой бинарной маской 

недостатка и исходным снимком, что в свою очередь дает возможность 
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анализировать точность и качество работы программы в задаче сегментации 

недостатков на изображениях тканевых материалов (13), (14): 

𝐼𝐼𝐼𝐼𝐼𝐼 =
𝑇𝑇𝑇𝑇

𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹 + 𝐹𝐹𝐹𝐹 ;                                                        (13) 

 

𝐷𝐷𝐷𝐷 =
2𝑇𝑇𝑇𝑇

2𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹 + 𝐹𝐹𝐹𝐹 ,                                                        (14) 

где 𝑇𝑇𝑃𝑃, 𝐹𝐹𝐹𝐹 и 𝐹𝐹𝐹𝐹 обозначают количество пикселей в прогнозируемой маске 

дефекта, которые являются истинно-положительными, ложно-положительными и 

ложно-отрицательными по сравнению с нормальным изображением, 

соответственно. 

С целью оценки работы метода обнаружения аномалий применяется кривая 

ROC [107], которая демонстрирует, как изменяется отношение между долей верно 

определенных и ложно положительных точек при изменении предела 𝑡𝑡. Средняя 

точность и область под графиком ROC (AUC) являются главными показателями 

эффективности для распознавания дефектов. Сравнение результативности моделей 

FCN приведены в Таблице 4. 

AUC представляет собой значимый показатель качества разделения на 

кривой ROC, и чем выше значение AUC, тем более точной считается модель. Для 

более глубокого анализа кривой ROC используются компоненты ассоциации, 

которые опираются на исходы сортировки. Эти части содержат четыре ключевых 

вида ошибок: 

- истинно-положительные (True Positives) - правильно классифицированные 

положительные случаи; 

- истинно-отрицательные (True Negatives) - правильно классифицированные 

отрицательные случаи; 

- ложно-отрицательные (False Negatives) - неверно классифицированные 

отрицательные случаи, другими словами случаи, когда объект ошибочно не 

обнаружен; 
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- ложно-положительные (False Positives) - неверно классифицированные 

положительные случаи, то есть ложные обнаружения объектов. 

При анализе результатов принято использовать доли и процентные значения 

вместо абсолютных показателей (15), (16): 

- доля истинно положительных примеров (True Positives Rate): 

𝑇𝑇𝑇𝑇𝑇𝑇 =
𝑇𝑇𝑇𝑇

𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹 × 100%;                                           (15) 

- доля ложно положительных примеров (False Positives Rate): 

𝐹𝐹𝐹𝐹𝐹𝐹 =
𝐹𝐹𝐹𝐹

𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹 × 100%.                                           (16) 

ROC-кривая представляет собой график в координатах истинно-

положительных (True Positive) и ложно-положительных (False Positive) значений. 

Для оценки эффективности ROC-кривой используется параметр AUC (Area Under 

Curve), который вычисляется как площадь под этой кривой по формуле (17): 

𝐴𝐴𝐴𝐴𝐴𝐴 = � �
𝑋𝑋𝑖𝑖+1 + 𝑋𝑋𝑖𝑖

2 �
𝑖𝑖

∗ (𝑌𝑌𝑖𝑖+1 + 𝑌𝑌𝑖𝑖),                                          (17) 

где 𝑋𝑋𝑖𝑖, 𝑌𝑌𝑖𝑖 - соответствующие значения на осях ROC-кривой.  

 
 

Таблица 4 – Сравнение результативности моделей FCN 

Алгоритм AUC ACC 

U-Net + Threshold 74.28 72.08 

U-Net + RF + Threshold 76.06 74.76 

U-Net + MSER 75.80 74.94 

U-Net + RF + MSER 83.46 79.38 

 
 
Исходя из полученных результатов из Таблицы 4 видно, что предложенная 

архитектура сталкивается с проблемой моделирования сложных дефектов при 
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ограниченном количестве аннотированных данных. Далее будет исследован метод 

простой вставки дефекта, как один из наиболее простых методов аугментаций 

высокого порядка. Предположительно данное действие поможет искусственно 

увеличить объём данных для обучения, тем самым улучшить способность модели 

распознавать дефектные образцы.  

 
 

2.3 Регуляризация дефектов методом вставки 
 
 

2.3.1 Описание обучения модели с двумя входами 
 
 

Архитектура с двумя входными ветвями строится на асимметрии обучающих 

данных, характерной для задач промышленного контроля. Первая ветвь принимает 

большое число бездефектных изображений и формирует у сети представление о 

том, как должна выглядеть нормальная поверхность. Вторая ветвь работает с 

немногочисленными размеченными снимками дефектов и настраивает модель на 

выявление конкретных аномальных признаков. Совместное обучение двух ветвей 

позволяет сети одновременно усваивать облик нормы и учиться отличать от неё 

дефект, что повышает точность сегментации по сравнению с однопоточным 

обучением. 

Описанный подход схож с методом сегментации по нескольким опорным 

фрагментам, однако вместо сторонних вспомогательных датасетов в качестве 

опорных образцов используются бездефектные изображения той же продукции. 

Это принципиально важно по двум причинам. Бездефектных снимков на 

производстве всегда значительно больше, чем аномальных, поэтому первая ветвь 

получает обучающий материал, охватывающий широкий диапазон нормальных 

условий съёмки, без дополнительных затрат на сбор данных. Кроме того, 

использование изображений той же линейки продукции исключает доменный 

сдвиг, который неизбежно возникает при переносе признаков с чужеродных 

датасетов. 
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В отличие от подхода, представленного в работе [108], описанный метод не 

требует формирования дополнительных наборов данных и сохраняет 

работоспособность при смене контролируемого изделия без повторного сбора 

аномальных образцов. Для решения задачи сегментации дефектов применяется 

бинарная входная архитектура: одна ветвь обрабатывает бездефектные 

изображения и обучает сеть извлекать признаки нормальных регионов, тогда как 

вторая оперирует размеченными дефектными образцами и акцентирует внимание 

на аномальных областях. По своей концепции данный подход близок к 

семантической сегментации по малым выборкам, однако принципиально 

отличается активным использованием бездефектных изображений в значительном 

объёме. 

 
 

2.3.2 Алгоритм вставки дефектного образца 
 
 

Привлечение обширного массива бездефектных изображений обеспечивает 

более полное освоение сетью обобщённых характеристик нормы, тогда как 

обработка аннотированных дефектных данных повышает точность локализации 

аномальных участков. Взаимодействие этих двух компонентов обучения 

определяет устойчивость модели при сегментации дефектов на 

последовательностях кадров в условиях промышленного контроля. 

Рассмотрим предложенный метод более детально, используя следующие 

обозначения: 𝐼𝐼𝑛𝑛 обозначает множество нормальных изображений, 𝐼𝐼𝑑𝑑 - множество 

изображений с дефектами, 𝑀𝑀𝑑𝑑 - маски, соответствующие дефектам, а 𝐹𝐹𝑛𝑛 и 𝐹𝐹𝑑𝑑 - 

параметры сети для обнаружения дефектов на 𝐼𝐼𝑛𝑛 и 𝐼𝐼𝑑𝑑 соответственно.  

Чтобы снизить риск переобучения на малом числе аномальных снимков, 

применяется метод синтетической вставки дефектов. Суть метода заключается в 

следующем: дефектная область из аномального изображения 𝐼𝐼𝑑𝑑 вырезается и 

вставляется на нормальное изображение 𝐼𝐼𝑛𝑛. Таким образом, множество 

изображений 𝐼𝐼𝑀𝑀𝑀𝑀𝑀𝑀
𝑑𝑑  формируется следующим образом: 
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1. Выделяется и вырезается дефектную область из аномального изображения 

𝐼𝐼𝑑𝑑; 

2. Инкапсулируется вырезанная область на нормальное изображение 𝐼𝐼𝑛𝑛; 

3. Повторяется процесс для множества изображений, создавая 𝐼𝐼𝑀𝑀𝑀𝑀𝑀𝑀
𝑑𝑑  по (18): 

𝐼𝐼𝑀𝑀𝑀𝑀𝑀𝑀
𝑑𝑑 = 𝐼𝐼𝑑𝑑 � 𝑀𝑀

𝑑𝑑
+ 𝐼𝐼𝑛𝑛⨀(1 − 𝑀𝑀𝑑𝑑).                                    (18) 

Расширенное множество 𝐼𝐼𝑀𝑀𝑀𝑀𝑀𝑀
𝑑𝑑  используется для дообучения сети 𝐹𝐹𝑀𝑀𝑀𝑀𝑀𝑀

𝑑𝑑  на базе 

архитектуры U-Net++ [109], что позволяет скорректировать параметры модели с 

учётом синтетически добавленных дефектов и снизить риск переобучения на 

малом числе реальных аномальных примеров [107]. 

При обработке каждого изображения из 𝐼𝐼𝑀𝑀𝑜𝑜𝑜𝑜
𝑑𝑑  декодерная часть сети 

формирует попиксельную карту вероятностей наличия дефекта. Сигмоидная 

функция активации на выходном слое отображает значения в диапазон от 0 до 1, 

обеспечивая интерпретацию выхода как вероятности. 

Обучение ведётся путём минимизации бинарной кросс-энтропийной 

функции потерь [110], которая вычисляет попиксельное расхождение между 

истинной маской 𝑀𝑀𝑑𝑑 и предсказанной маской 𝑀𝑀�𝑀𝑀𝑀𝑀𝑀𝑀
𝑑𝑑 . Соответствующее выражение 

приведено в уравнении (19), где w и h обозначают горизонтальную и вертикальную 

координаты пикселя соответственно 

L = −𝜆𝜆 � �𝑀𝑀𝑑𝑑(𝑤𝑤, ℎ)𝑙𝑙𝑙𝑙𝑙𝑙 �𝑀𝑀�𝑀𝑀𝑀𝑀𝑀𝑀
𝑑𝑑

(𝑤𝑤, ℎ)� + �1 − 𝑀𝑀𝑑𝑑(𝑤𝑤, ℎ)�𝑙𝑙𝑙𝑙𝑙𝑙 �1 − 𝑀𝑀�𝑀𝑀𝑀𝑀𝑀𝑀
𝑑𝑑

(𝑤𝑤, ℎ)��
(𝑤𝑤,ℎ)

. (19) 

Предложенный алгоритм направлен на повышение реалистичности 

синтезируемых дефектных изображений, используемых для расширения 

обучающей выборки. На первом этапе дефектные области выявляются на 

аномальных образцах и локализуются с точностью до пикселя. Далее выделенные 

дефектные паттерны встраиваются в бездефектные изображения с сохранением 

исходных пространственных координат, что обеспечивает геометрическую 

согласованность синтетических и реальных аномалий. Качество результирующих 

изображений оценивается посредством взвешенного показателя 𝜆𝜆, учитывающего 

степень соответствия синтезированных данных реальному распределению 
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признаков. 

Достижение визуальной достоверности при внедрении дефектных паттернов 

предполагает итеративную настройку весового коэффициента 𝜆𝜆 на основе 

многокритериального сопоставления: оцениваются соответствие текстурных 

микроструктур, спектральное распределение яркостей и геометрическая 

согласованность встраиваемой аномалии с окружающим контекстом изображения. 

Цель состоит в минимизации перцептивного расстояния между синтезированным 

композитным изображением и гипотетическим образцом с естественным 

дефектом. Такой метод калибровки обеспечивает бесшовную интеграцию 

искусственных дефектов, делая их визуально неразличимыми от подлинных 

производственных аномалий. Полученные таким образом данные сохраняют 

статистические свойства реальных образцов, что критически важно для обучения 

надежных систем детекции. 

 
 

2.3.3 Оценка работы метода 
 
 

Для оценки эффективности новых методов была выбрана задача 

обнаружения аномалий на изображениях текстильных изделий, используя 

специально подготовленный датасет. Этот датасет содержит 546 

высококачественных изображений текстильных строп с разрешением 5208×3476 

пикселей, представляющих различные категории дефектов. Из всего набора 120 

изображений не имеют дефектов, в то время как на 426 изображениях 

присутствуют дефекты. Доля изображений с дефектами составляет 7,34%. 

Примеры различных типов дефектов представлены на Рисунке 1. 

Данный набор данных был использован для проведения сравнительного 

анализа работы представленных методов. Основное внимание уделялось 

выявлению дефектов на текстильных изделиях, что является сложной задачей из-

за разнообразия возможных аномалий и их небольшого процента на изображениях. 



64 
 

Высокое разрешение изображений также требует значительных вычислительных 

ресурсов для обработки и анализа. Пример операции вставки показан на Рисунке 2. 

 
 

 

Рисунок 1 – Примеры дефектов на текстильных стропах: а, б - оригинальные 

изображения дефектов; в, г - выявленные дефекты 
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Рисунок 2 – Пример работы функции вставки на не аномальные изображения: а - 

аномальное; б - не аномальное; в - результат операции вставки; г - двоичная маска 

дефекта; д - дефект 

 
 
На Рисунке 2 изображение (а) показано аномальное изображение, которое 

выступает в качестве источника дефекта. Изображение (б) демонстрирует 

нормальное изображение, в которое необходимо встроить дефект. Результат 

интеграции дефекта из изображения-источника в нормальное изображение-

приемник представлен на изображении (в). Двоичная маска дефекта, извлеченная 

из изображения-источника, показана на изображении (г), а на изображении (д) 

показан выделенный дефект с этого изображения-источника. 

Применение этого метода позволило значительно увеличить количество 

обучающих данных, что в свою очередь привело к улучшению качества обучения 

нейросети. Новый подход не только повышает реалистичность процесса 

встраивания дефектов, но и обогащает обучающий набор разнообразными 

примерами, что положительно сказывается на общей производительности модели 

при решении задач сегментации и детекции дефектов на изображениях. 
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Значение параметра λ напрямую влияет на реалистичность 

модифицированного аномального изображения при встраивании дефектов в 

нормальные изображения. Чем выше значение λ, тем более точно дефекты будут 

воссозданы в тех же зонах, что и на исходных аномальных изображениях [111]. Это 

регулируемый параметр, который оказывает значительное влияние на работу 

нейронной сети. 

Определение веса λ основано на косинусном сходстве между двумя 

векторами, полученными из объединения глобальных средних значений. Такой 

подход способствует лучшей адаптации сети к различным условиям и повышает 

точность распознавания дефектов, что обеспечивает высокое качество обучения и 

улучшенные результаты в задачах обработки изображений (20): 

𝜆𝜆 =
�𝐺𝐺𝐺𝐺𝐺𝐺(𝐹𝐹𝑑𝑑)𝑇𝑇𝐺𝐺𝐺𝐺𝐺𝐺�𝐹𝐹𝑀𝑀𝑀𝑀𝑀𝑀

𝑑𝑑 ��
‖𝐺𝐺𝐺𝐺𝐺𝐺(𝐹𝐹𝑑𝑑)‖2 ⋅ �𝐺𝐺𝐺𝐺𝐺𝐺�𝐹𝐹𝑀𝑀𝑀𝑀𝑀𝑀

𝑑𝑑 ��2

.                                 (20) 

Для того, чтобы получить спрогнозированную маску дефектов 𝑀𝑀~𝑑𝑑, ей, во-

первых, передается массив признаков изображения 𝐹𝐹𝑑𝑑, а, во-вторых, вычисляется 

стандартная двоичная кросс-энтропийная функция потерь по формуле (21): 

𝐿𝐿𝐵𝐵𝐵𝐵𝐵𝐵 = −𝜆𝜆 � �𝑀𝑀𝑑𝑑(𝑤𝑤, ℎ)𝑙𝑙𝑙𝑙𝑙𝑙�𝑀𝑀~𝑑𝑑(𝑤𝑤, ℎ)� + �1 − 𝑀𝑀𝑑𝑑(𝑤𝑤, ℎ)�𝑙𝑙𝑙𝑙𝑙𝑙�1 − 𝑀𝑀~𝑑𝑑(𝑤𝑤, ℎ)��
(𝑤𝑤,ℎ)

.        (21) 

Для предотвращения «наивного» обучения сети распознавать дополненные 

изображения и повышения качества обучения модели по обнаружению 

нерегулярностей, алгоритм вставки дефектов был усовершенствован следующим 

образом:  

- вырезается небольшая прямоугольная область с переменными размерами и 

соотношениями сторон из обычного обучающего изображения; 

- при необходимости выполняется аугментация этой прямоугольной области; 

- прямоугольная область с дефектом вставляется на целевое изображение.  

Оценка качества сегментации производилась с использованием метрик 

Intersection over Union (IoU) и Dice Coefficient (DC). Средние значения метрик 

модели, обученной без применения алгоритма вставки и с его использованием, 

приведены в Таблице 5. 
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Таблица 5 – Сравнение результативности вставки дефектного образца на качество 

сегментации 

Конфигурация IoU DC 

Без алгоритма вставки (U-Net++) 0.4138 0.6106 

С алгоритмом вставки (U-Net++) 0.6009 0.6911 

 
 
Сопоставление результатов свидетельствует о том, что использование 

алгоритма вставки дефектного образца обеспечивает заметное улучшение качества 

сегментации. Значение IoU увеличивается на 0.1871 (относительный прирост 

превышает 45% по сравнению с базовым подходом), а коэффициент DC возрастает 

на 0.0805, что соответствует увеличению на 13% относительно варианта без 

вставки. 

Дополнительно была проведена оценка влияния алгоритма вставки на задачу 

детекции дефектов, где сегментационные карты использовались для формирования 

бинарного решения об аномальности изображения. Количественная оценка 

выполнялась по метрикам точности классификации (ACC) и площади под ROC-

кривой (AUC). Результаты для сегментации по пяти кадрам приведены в Таблице 6.  

 
 

Таблица 6 – Сравнение результативности вставки дефектного образца на 

показатели детекции 

Конфигурация ACC (%) AUC (%) 

Без алгоритма вставки (U-Net++) 89.20 92.89 

С алгоритмом вставки  (U-Net++) 92.45 94.54 

 
 
Повышение значений ACC и AUC при использовании алгоритма вставки 

дефектного образца указывает на то, что сформированные модифицированные 

изображения не ухудшают способность модели к обобщению и не приводят к 

обучению на искусственных признаках изображения. Операция вставки дефектов 
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на бездефектные изображения способствует более эффективному обучению 

модели на обнаружение реальных дефектов, а не на различение дополненных 

изображений, что улучшает общую точность и надежность системы детекции 

дефектов. Метод вставки дефектов эффективен для работы с маркированными 

данными, но при стандартном объёме датасета состоящего из тысяч изображений 

может быть довольно трудно произвести аннотацию датасета. Далее будет 

рассмотрен абсолютно иной подход к оперированию с датасетом, убрав всю 

разметку. Результаты исследования получены в соавторстве при вкладе автора не 

менее 75% и опубликованы в работе [2]. 

 
 

2.4 Детекция дефектов стропы немаркированных данных 
 
 

Так как дефектные изображения сложно собрать из-за их редкости, а также 

их сложно правильно разметить, предлагается метод, позволяющий использовать 

наборы данных с неразмеченными изображениями. 

Метод использует энкодер-декодерную структуру с интегрированным 

модулем адресуемой памяти ограниченной емкости для борьбы с эффектом 

избыточного запоминания. Архитектура нейронной сети проектируется таким 

образом, чтобы в памяти накапливались исключительно признаковые дескрипторы 

образцов без дефектов, которые затем служат эталоном для восстановления 

входных данных. Сравнительный анализ между исходным изображением и его 

реконструированным аналогом выявляет пространственные локации с 

повышенной ошибкой восстановления. Принципиальное отличие от классических 

автоэнкодеров заключается в ограничении на объем и специфику информации, 

доступной для реконструкции. Разреженная память хранит только типичные 

паттерны нормальных изображений, что делает невозможным качественное 

воссоздание дефектных участков. Возникающее несоответствие между 

оригинальным изображением и его реконструкцией количественно характеризует 

степень аномальности каждой области, что обеспечивает надёжную локализацию 

дефектов. 
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Выбор парадигмы автокодировщика с модулем внешней памяти в качестве 

методической основы предложенного решения требует отдельного обоснования. В 

работе [112] показано, что в сравнении с методом PatchCore [9], опирающимся на 

банк локальных признаков, применение модуля памяти в реконструкционных 

моделях остаётся основным механизмом противодействия эффекту чрезмерной 

обобщающей способности автокодировщиков. Вместе с тем статическая память, 

сформированная в ходе обучения, остаётся уязвимой к загрязнению дефектными 

образцами при наличии нераспознанных аномалий новых классов в обучающей 

выборке. 

 
 

2.4.1 Механизм работы автокодировщика 
 
 

В целях повышения производительности системы реализован механизм 

селективного обновления памяти на основе доверительных регионов. Данная 

процедура направлена на исключение дефектных элементов из памяти при 

сохранении исключительно бездефектных областей, что существенно повышает 

точность и устойчивость обнаружения аномалий на визуальных данных. 

Дополнительно система включает функцию вычисления расхождений между 

исходным изображением и его восстановленной нормальной версией. Механизм 

позволяет автоматически идентифицировать потенциальные дефекты на основании 

значительных отклонений между оригиналом и реконструкцией, обеспечивая 

более результативное и прецизионное выявление аномалий. 

Стандартный автокодировщик работает по структуре кодер-декодер 

[113; 114], где кодер 𝐸𝐸 проецирует входное изображение 𝑥𝑥 ∈ 𝑅𝑅𝐻𝐻×𝑊𝑊 в вектор 𝑧𝑧 

меньшей размерности, а декодер 𝐷𝐷 создает выходное изображение 𝑥𝑥 ∈ 𝑅𝑅𝐻𝐻×𝑊𝑊, 

являющееся реконструкцией входного изображения 𝑥𝑥. Для предотвращения 

восстановления дефектов используется модуль внешней памяти 𝑀𝑀, который хранит 

набор характеристик нормальных изображений.  
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Модуль памяти представлен в виде тензора 𝑅𝑅𝑀𝑀×𝑍𝑍, где 𝑀𝑀 представляет собой 

количество слотов памяти, а 𝑍𝑍 обозначает размерность вектора. Процесс адресации 

памяти определяется следующим уравнением (22): вектор 𝑤𝑤 показывает степень 

сходства вектора 𝑧𝑧 с каждым из прототипов, хранящихся в модуле памяти 𝑀𝑀  

𝑧̃𝑧 = 𝑤𝑤𝑤𝑤, � 𝑤𝑤𝑖𝑖

𝑀𝑀

𝑖𝑖

= 1.                                                       (22) 

Весовой вектор w извлекает из памяти ближайшие прототипы объектов, 

необходимые для реконструкции. Для измерения сходства между вектором 

признаков 𝑧𝑧 и элементами памяти 𝑀𝑀𝑖𝑖, используется евклидово расстояние, и 

функция softmax для нормализации весов, как показано в (23). 

𝑤𝑤𝑖𝑖 =
𝑒𝑒𝑒𝑒𝑒𝑒(−‖𝑧𝑧 − 𝑀𝑀𝑖𝑖‖2)

∑ 𝑒𝑒𝑒𝑒𝑒𝑒 �−�𝑧𝑧 − 𝑀𝑀𝑗𝑗�
2

�𝑀𝑀
𝑗𝑗=1

, 𝑖𝑖 = {1, … , 𝑀𝑀}.                            (23) 

Эти уравнения описывают процесс адресации и извлечения информации из 

модуля памяти, что позволяет нейронной сети использовать сохранённые 

представления для улучшения обработки входных данных [115; 116]. 

Принципиальное отличие предложенной схемы от PatchCore [9] состоит в 

природе хранимой информации и в способе её использования. В PatchCore банк 

памяти формируется путём индексирования патчей нормальных изображений с 

последующим отбором корсета, что приводит к росту требуемой памяти при 

увеличении числа эталонных образцов. В работах [117; 118] экспериментально 

показано, что объём хранилища патчей PatchCore растёт практически линейно с 

числом образцов. В отличие от работы [119], где прототипы нормального 

поведения извлекаются из патчей разных масштабов исходного временного ряда, 

метод MemAE SMA хранит не сами патчи, а прототипические векторы в модуле 

памяти 𝑀𝑀 с фиксированным числом слотов. Подобная схема поддерживает 

постоянный объём хранилища независимо от размера обучающей выборки и 

обеспечивает интерпретируемость решений модели посредством прямой 

визуализации слотов памяти как банка нормальных паттернов. 
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Алгоритм устраняет проблему накопления аннотированных дефектных 

образцов за счёт использования неразмеченных изображений, допуская включение 

дефектных примеров в обучающий набор. При этом метод сохраняет 

работоспособность в условиях значительной вариативности нормальных данных, 

вызванной стохастическими шумовыми компонентами [120–122]. 

К ограничениям метода относится сужение множества записываемых 

паттернов, обусловленное совместным действием разреженной адресации памяти 

и обновлений памяти доверительной области. Данный механизм вынуждает модель 

фокусироваться на наиболее информативных признаках, снижая риск избыточной 

генерализации, однако одновременно уменьшает охват редких нормальных 

вариаций. Тем не менее модель сохраняет способность обнаруживать дефекты в 

присутствии случайных нерелевантных компонент, что подтверждает её 

устойчивость при зашумлённых входных данных. 

Основная цель использования разреженной памяти заключается в методе 

хранения, который позволяет по заданному вектору найти наилучшее совпадение 

среди набора ранее сохраненных векторов. Этот подход был применен в алгоритме 

MemAE [11], где автоэнкодер дополняется модулем памяти для предотвращения 

излишнего обобщения при реконструкции дефектов. Если некоторые аномалии 

имеют общие композиционные паттерны с нормальными обучающими данными 

(например, локальные края текстильной стропы в изображениях), декодер может 

хорошо восстановить такие аномалии, чего необходимо избегать для корректной 

работы алгоритма. Схематическое представление работы алгоритма MemAE SMA 

приведено на Рисунке 3. 
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Рисунок 3 – Схематическое представление работы MemAE SMA  

 
 
При работе алгоритма MemAE SMA сначала происходит восстановление 

нормальной версии ввода из памяти. Потом, после окончания работы 

автоэнкодировщика, происходит вычисление разницы между входными данными 

и их реконструкцией, создавая карту аномальности. 

 
 

Алгоритм 3. Детекция дефектов с использованием разреженной адресации 
памяти и доверительных областей (MemAE SMA) 

 
 

Шаг 1. Инициализация элементов памяти M для хранения нормальных 

характеристик изображений; 

Шаг 2. Извлечение характеристик z из входного изображения при помощи 

энкодера автокодировщика; 

Шаг 3. Определение ближайшего элемента памяти 𝑀𝑀1 относительно 

извлеченных характеристик z; 

Шаг 4. Просчет доверительных областей в модуле памяти; 

Шаг 5. Обновление элементов памяти; 

Шаг 6. Реконструкция изображения декодером с использованием выбранных 

элементов памяти; 

Шаг 7. Извлечение характеристик из предобученной U-Net для входного и 

реконструированного изображений; 
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Шаг 8. Вычисление ошибки реконструкции; 

Шаг 9. Если ошибка реконструкции больше заданного порога, то перейти на 

шаг 4; 

Шаг 10. Формирование карты дефектов, на основе вычисленных мер 

расстояния между входным и реконструированным изображениями; 

Шаг 11. Классификация изображения как дефектного или нормального. 

Конец алгоритма. 

 

Архитектура MemAE реализует обработку входных данных через 

двухфазный протокол, схематически представленный на Рисунке 3 и Рисунке 4. В 

первой фазе латентное представление, сформированное энкодером, используется 

как адресный ключ для обращения к модулю памяти и извлечения 

соответствующих прототипов. Принципиальное отличие от стандартных 

автоэнкодеров состоит в отсутствии прямого соединения между энкодером и 

декодером. Во второй фазе извлечённые векторы памяти взвешенно агрегируются 

с учётом их контекстуальной релевантности, после чего сформированное 

представление передаётся в декодер для восстановления сигнала. Такая 

организация вычислительного потока обеспечивает реконструкцию 

исключительно на основе заученных нормативных паттернов.  
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Начало

Инициализация 
модуля памяти M

Кодер E(x) → z

Вычисление 
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Конец
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µ2;τ;θ 
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Рисунок 4 – Блок-схема работы MemAE SMA 
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Механизм разреженной адресации ограничивает число активируемых слотов 

памяти, вынуждая модель аппроксимировать вектор признаков наиболее 

релевантными прототипами без стохастического смешения несвязанных записей. 

В процессе обучения содержимое памяти обновляется таким образом, чтобы 

каждый слот кодировал представительный нормативный прототип, 

минимизирующий среднюю ошибку реконструкции. Следствием этого является 

систематическая асимметрия ошибок: нормальные образцы восстанавливаются с 

малой погрешностью, тогда как аномальные области, не имеющие близких 

прототипов в памяти, порождают значительно большую ошибку реконструкции, 

которая и служит количественным критерием детекции аномалий. 

Ограничение на композицию только контекстуально релевантных векторов 

снижает риск внесения артефактов от семантически несовместимых паттернов в 

процесс реконструкции. Это усиливает дискриминативную способность системы 

детекции аномалий через элиминацию шума, вносимого нерелевантной 

информацией. Фокусировка на строго связанных признаках позволяет модели 

точнее идентифицировать статистические отклонения от заученного 

распределения нормальных образцов. Такая архитектурная особенность 

обеспечивает робастность детектора к вариативности входных данных и условий 

их получения, поскольку механизм адресации памяти исключает контаминацию 

результата несущественными элементами. 

 
 

2.4.2 Разреженная адресация памяти и доверительные области 
 
 

Поскольку используется только несколько выбранных элементов памяти для 

реконструкции, желательно, чтобы алгоритм не задействовал избыточные 

элементы памяти. Учитывая два ключевых факта: во-первых, дефекты текстильных 

строп возникают редко и не всегда в одном и том же месте; а во-вторых, 

нормальные данные обладают регулярной структурой, что облегчает 
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автокодировщику восстановление нормальных данных по сравнению с 

дефектными на ранних этапах обучения, можно предположить, что загрязнение 

памяти дефектными образцами не будет происходить. 

На основе данного подхода происходит обновление элементов памяти с 

использованием доверительных областей. В указанных областях элементы 

взаимодействуют с ближайшими соседями, притягиваясь или отталкиваясь в 

зависимости от расстояния до соответствующего элемента памяти. Данный 

механизм формирует структурированное пространство признаков, организованное 

по удалённости от каждого элемента множества 𝑀𝑀, где различные зоны 

соответствуют различным степеням отклонения, как показано в формуле (24): 

𝑟𝑟(𝑧𝑧, 𝑀𝑀1) = �
1, если ‖𝑧𝑧 − 𝑀𝑀1‖2 ≤ 𝜇𝜇1               

−1, если 𝜇𝜇1 < ‖𝑧𝑧 − 𝑀𝑀1‖2 ≤ 𝜇𝜇2.     
0, иначе                                          

                        (24) 

Объекты, находящиеся в пределах заданного радиуса 𝜇𝜇1, относятся к 

нормальному классу; объекты за его границей рассматриваются как потенциальные 

дефекты и подвергаются дополнительному отталкиванию. Во избежание 

неограниченного смещения дефектных признаков из рассмотрения исключаются 

все элементы, расстояние до которых превышает заранее установленный порог 𝜇𝜇2. 

Функция потерь доверенной области, используемая в качестве вспомогательного 

слагаемого, определяется по формуле (25): 

𝐿𝐿𝑡𝑡𝑡𝑡 = 𝑟𝑟(𝑧𝑧, 𝑀𝑀1)‖𝑧𝑧 − 𝑀𝑀1‖2,                                               (25) 

 где 𝑀𝑀1 обозначает ближайший элемент памяти в 𝑀𝑀 относительно 𝑧𝑧. 

Для точной локализации дефектных областей применяется метод 

попиксельного сравнения входного изображения с его реконструированной 

нормальной версией. Для разделения дефектных и нормальных областей алгоритм 

опирается на меры расстояния, где дефектные участки дают высокие значения, а 

нормальные низкие. Попиксельные метрики, в частности среднеквадратичная 

ошибка, плохо подходят для этой цели, поскольку чувствительны к 

незначительным глобальным сдвигам между исходным и реконструированным 

изображением [123–126]. На текстурированных поверхностях, где характерные 
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узоры материала повторяются с небольшими пространственными вариациями, 

попиксельное сравнение регулярно регистрирует отклонения там, где дефекта нет. 

Более устойчивой альтернативой к подобного рода артефактам служит 

пространственное перцептивное расстояние [127; 128], вычисляемое не по 

значениям пикселей, а по активациям предобученной свёрточной сети. 

Признаковые карты промежуточных слоёв кодируют текстурные и структурные 

свойства областей независимо от точного расположения пикселей, что делает 

метрику устойчивой к малым геометрическим несоответствиям между 

сравниваемыми фрагментами. Среднеквадратичная ошибка, например, ограничена 

тем, что она учитывает только интенсивности пикселей, не обращая внимания на 

текстурные детали. Применяя анализ на уровне патчей, алгоритм способен 

улавливать и использовать сложные текстурные особенности, что приводит к более 

точному и надежному обнаружению дефектов на изображениях. 

Пусть 𝜑𝜑1(𝑥𝑥)  ∈ 𝑅𝑅𝐻𝐻𝑖𝑖+𝑊𝑊𝑖𝑖+𝐶𝐶𝑖𝑖  обозначает характеристики, извлеченные из i-го 

слоя сверточной нейронной сети. Тогда расстояние 𝑃𝑃𝑃𝑃 (𝑥𝑥, 𝑥𝑥�) определяется по 

формуле (26) как: 

𝑃𝑃𝑃𝑃(𝑥𝑥, 𝑥𝑥�) = � 𝜗𝜗𝑖𝑖
𝑇𝑇𝑔𝑔�𝜑𝜑1(𝑥𝑥) + 𝜑𝜑1(𝑥𝑥�)�2,

𝑖𝑖

                                 (26) 

где 𝑔𝑔 - билинейная функция повышающей дискретизации, которая изменяет 

размер тензоров характеристик до 𝐻𝐻 ×  𝑊𝑊, а 𝜗𝜗 - весовой вектор, используемый для 

агрегирования разностей признаков по каналам на слое i. Ошибка реконструкции 

определяется как мультипликативная комбинация среднеквадратичной ошибки и 

пространственного расстояния восприятий, которая дополнительно выделяет 

дефектные области и подавляет не дефектные области. 

Для повышения резкости изображений в задаче детекции дефектов 

предлагается использовать комбинированную функцию потерь, состоящую из 

нескольких составляющих: 

1. 𝐿𝐿𝑟𝑟𝑟𝑟𝑟𝑟 [127, 129] используемую для приближения выходного изображения к 

входному; 

2.  SSIM loss 𝐿𝐿𝑠𝑠𝑠𝑠 [130], обеспечивающую соответствие яркости, контраста и 
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структуры двух изображений, что важно для сохранения текстурных особенностей 

и глобальной структуры изображения; 

3.  VGG loss 𝐿𝐿𝑣𝑣𝑣𝑣𝑣𝑣 [131], которая используется для обеспечения сходства 

представлений признаков, что позволяет модели фокусироваться на 

высокоуровневых текстурных и структурных особенностях, а не на пиксельных 

значениях; 

4.  GAN loss 𝐿𝐿𝑔𝑔𝑔𝑔𝑔𝑔 [132], вводящую отдельный дискриминатор, который 

призван различать, выглядит ли входное изображение настоящим или 

реконструируемым; 

5.  GAN feature loss 𝐿𝐿𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓 [133], который похож на предыдущий вариант GAN 

loss 𝐿𝐿𝑔𝑔𝑔𝑔𝑔𝑔, но отличается использованием промежуточных слоев дискриминатора 

вместо сети Visual Geometry Group network (VGG). 

Для балансировки влияния каждого из компонентов формируется 

агрегированная функция потерь, где коэффициенты γ выступают 

гиперпараметрами, регулирующими относительный вклад каждого слагаемого (27) 

𝐿𝐿комб = 𝛾𝛾𝑡𝑡𝑡𝑡𝐿𝐿𝑡𝑡𝑡𝑡 + 𝛾𝛾𝑣𝑣𝑣𝑣𝑣𝑣𝐿𝐿𝑣𝑣𝑣𝑣𝑣𝑣 + 𝛾𝛾𝑔𝑔𝑔𝑔𝑔𝑔𝐿𝐿𝑔𝑔𝑔𝑔𝑔𝑔 + 𝛾𝛾𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝐿𝐿𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓 + 𝛾𝛾𝑟𝑟𝑟𝑟𝑟𝑟𝐿𝐿𝑟𝑟𝑟𝑟𝑟𝑟 + +𝛾𝛾𝑠𝑠𝑠𝑠𝐿𝐿𝑠𝑠𝑠𝑠 .    (27) 
Комбинированная функция потерь, представленная в (27), обеспечивает 

более высокое качество детекции дефектов за счёт одновременного учёта 

нескольких характеристик изображения: яркости, контрастности, структурной 

организации и признаковых представлений. Интеграция данных аспектов 

повышает точность обнаружения аномалий по сравнению с применением 

отдельных составляющих функции. 

 
 

2.4.3 Результаты экспериментов 
 
 

Предложенная конфигурация Mod достигает наилучших усреднённых 

значений IoU и коэффициента Dice среди всех рассмотренных вариантов, что 

подтверждает эффективность метода инъекции дефектов независимо от базового 

алгоритма сегментации. Примечательно, что модели TernausNet-11 [8] и 
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TernausNet-16 [134] при обработке единичного кадра уступают базовой 

архитектуре U-Net, тогда как при подаче последовательности из пяти кадров 

разрыв в качестве сокращается до сопоставимых значений [135-137]. Данный 

результат согласуется с известным эффектом переобучения глубоких архитектур 

при малом числе размеченных образцов. 

Описанная закономерность особенно выражена в режиме единственного 

аннотированного обучающего изображения: U-Net++ Mod сохраняет приемлемые 

метрики сегментации там, где альтернативные методы демонстрируют 

существенную деградацию качества (Таблица 7, Таблица 8). Прирост наиболее 

заметен при воспроизведении границ объектов и тонких нитевых структур 

текстильных строп, где точность контурного предсказания критична для 

последующего анализа. По совокупности оцениваемых метрик U-Net++ Mod 

превосходит альтернативные модели как в режиме одиночного кадра, так и при 

использовании пятикадровой последовательности. Это подтверждает важность 

выбора данного метода для эффективной детекции дефектов на аномальных 

изображениях. Представленные в работе результаты являются результатом личных 

исследований автора и опубликованы в работе [138]. 

 
 

Таблица 7 – Средние IOU для сегментации по нескольким кадрам 

Метод 

тестирования 

TernausNet-11 Ternaus 

Net-16 

U-Net U-Net++  U-Net++ Mod 

1 кадр 0.3018 0.2912 0.3017 0.3367 0.4119 

5 кадров 0.4129 0.4108 0.4138 0.5466 0.6009 
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Таблица 8 – Средние DC для сегментации по нескольким кадрам 

Метод 

тестирования 

Ternaus

Net-11 

TernausNet

-16 

U-Net U-Net++ 

[109] 

U-Net++ 

Mod 

1 кадр 0.4083 0.3897 0.4045 0.4333 0.5821 

5 кадров 0.6099 0.5958 0.6106 0.6485 0.6911 

 

В процессе тестирования алгоритмов детекции дефектов использовались 

методы, разработанные исходно для сегментации дефектов на изображениях. Для 

определения аномалий на изображении сеть считала его аномальным, если 

количество дефектных пикселей превышало определенный порог. Для 

объективной оценки эффективности поиска дефектов использовалась площадь под 

кривой ROC (AUC). Таблица 9 содержит средние точности классификации и 

значения AUC для каждого метода. Результаты показывают, что алгоритмы 

демонстрируют разную эффективность в зависимости от выбранного порогового 

значения и используемых методов сегментации дефектов. 

 
 

Таблица 9 – Значения точности (ACC) и площадь под ROC-кривой (AUC) для 

детекции по одному кадру и по пяти 

Метод 1 кадр 5 кадров 

ACC (%) AUC (%) ACC (%) AUC (%) 

TernausNet-11 73.54 80.14 79.12 88.34 

TernausNet-16 74.99 77.45 82.98 90.18 

U-Net 79.01 85.12 89.20 92.89 

U-Net++ 81.57 87.72 89.34 93.12 

U-Net++ Mod 84.32 89.74 92.45 94.54 
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Для более точного сравнения производительности нашей модели (MemAE 

SMA) с предыдущими работами, были использованы самые популярные методы 

оценки дефектов - точность (ACC) и площадь под кривой ROC (AUC). В 

Таблице 10 продемонстрированы соотношения показателей некоторых из 

актуальных исследований по выявлению дефектов, которые показывают 

результативность классификации дефектов представленной модели, проверенная 

по AUC на уровне изображения [91; 92; 129; 130; 139]. На Рисунке 5 показано 

визуальное сравнение результатов сегментации, выполненной тремя различными 

моделями. Эти данные демонстрируют, как предложенная модель превосходит или 

сравнима с существующими методами, обеспечивая высокую точность и 

эффективность в детекции дефектов. 

 
 

Таблица 10 – Значения точности (ACC) и площадь под ROC-кривой (AUC) 

Метод AUC ACC 

GeoTrans 52.24 51.04 

AnoGan 61.15 60.25 

AE_SSIM 69.19 64.89 

ARNet 74.81 70.01 

MemAE  79.54 75.89 

MemAE SMA 82.63 77.32 
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Рисунок 5 – Визуальное сравнение результатов сегментации дефектов для разных 

видов строп. Сверху вниз: оригинальное изображение; результат сегментации 

алгоритмом AnoGan; результат сегментации алгоритмом ARNet; результат 

сегментации алгоритмом MemAE SMA 

 
 

Выводы по главе  
 
 
В данной главе исследованы четыре подхода к детекции дефектов, в 

зависимости от поставленной задачи, а также требования к объему и типу разметки 

данных. В первой части были исследованы методы сегментации изображений, 

основанные на графовых структурах. Был рассмотрен четырёхфазный графовый 

метод детекции дефектов. Для оценки сходства между областями использовались 
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текстурные и цветовые признаки, что позволило повысить точность сегментации. 

Вторая часть посвящена модификации полносвязной сверточной сети U-Net 

и ее ограничениям при работе с малым числом дефектных образцов. Для 

повышения точности детекции было предложено комбинировать сеть U-Net с 

алгоритмом «случайный лес» как конечный слой. Были рассмотрены этапы 

предварительной обработки данных, включая нормализацию, формирование 

батчей и аугментацию. 

Третья часть ориентирована на поиск способов изменения датасета через 

обогащение дефектных образцов коих меньшинство. Был предложен подход 

вставки дефекта на бездефектное изображение, что позволило увеличить объем 

обучающих данных. 

Последний раздел посвящен методам обнаружения дефектов на 

немаркированных данных, без какой-либо начальной разметки. Предложен подход, 

основанный на автокодировщике с разреженной адресацией памяти для 

восстановления нормали изображения, через сравнение с данными из банка 

памяти. Был внедрен механизм обновления памяти для исключения сохранения 

дефектных элементов в банке памяти.  

Предложенные в главе подходы задают последовательный переход от 

полностью размеченных данных к немаркированным. В Алгоритме 1 выполняется 

начальная сегментация изображения на основе графового представления 

WRAG/RAG, после чего выделяются сообщества; такой подход обеспечивает более 

устойчивую локализацию дефектов при разных условиях съемки, что 

опубликовано автором в соавторстве (доля автора более 70%) в [1; 95]. Алгоритм 2 

обучает U-сеть и использует постобработку через Random Forest и MSER для 

повышения точности детекции при ограниченном объеме разметки. Для 

компенсации дефицита аномальных примеров применяется вставка дефектов: 

дефектная область переносится на бездефектные изображения. При отсутствии 

разметки используется Алгоритм 3 (MemAE SMA) с разреженной адресацией 

памяти и доверительными областями для детекции аномалий на немаркированных 

данных. Основные результаты опубликованы автором в соавторстве (доля автора 
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более 70%) в [2; 3; 106; 138; 192]. 

Экспериментально показано, что переход от полностью размеченных данных 

через частично размеченные к немаркированным позволяет снизить трудозатраты 

на аннотацию при сохранении приемлемой точности детекции (снижение AUC не 

более 12% относительно полностью контролируемых методов). 

Полученные результаты подтверждают положение 1, выносимое на защиту.  
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3 Генерация изображений дефектов с помощью вариации генеративно-
состязательной сети на основе StyleGAN3 

 
 

Классические подходы к обучению детекторов исключительно на 

бездефектных образцах не предоставляют модели никаких сведений о возможном 

характере аномалий, что ограничивает её способность к обобщению. 

Искусственная генерация дефектных паттернов преодолевает это ограничение: 

синтезированные образцы вводят в обучающую выборку явные примеры 

отклонений и тем самым задают для модели явную границу между нормой и 

аномалией. 

Расширение датасета такими образцами снижает зависимость от редких 

реальных дефектных экземпляров, ручной сбор и разметка которых сопряжены со 

значительными трудозатратами. Разнообразие синтезированных паттернов 

позволяет охватить широкое пространство возможных отклонений, повышая 

устойчивость модели к вариативности дефектов в реальных условиях 

эксплуатации. В отличие от методов, опирающихся исключительно на нормальные 

образцы, данная стратегия обеспечивает явное моделирование аномального 

подпространства признаков, что положительно сказывается на точности детекции 

в системах промышленной визуальной инспекции. 

Исторически синтез изображений с визуальными аномалиями опирался на 

примитивные стратегии, включающие суперпозицию шумовых паттернов или 

механическое копирование дефектных регионов из реальных образцов в дефект-

свободные изображения. Такие техники не учитывают физику формирования 

производственных дефектов и не способны моделировать их естественную 

вариативность. Результирующие синтетические аномалии обладают артефактами, 

выдающими их искусственную природу, что снижает эффективность их 

использования для обучения детекторов. Архитектуры состязательного обучения 

зарекомендовали себя как мощный инструмент для генерации реалистичных 

изображений в различных доменах. При этом их применимость к задаче синтеза 
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дефектов существенно ограничена фундаментальной проблемой дефицита 

обучающих примеров аномалий.  

Устойчивая конвергенция GAN (generative adversarial network, генеративно-

состязательная сеть) предполагает наличие большого и разнообразного 

обучающего набора, однако в промышленных датасетах дефектные образцы, как 

правило, представлены несколькими десятками снимков против тысяч 

нормальных. При такой несбалансированности обучение генератора нестабильно. 

Модель либо воспроизводит один-два характерных паттерна дефекта и игнорирует 

остальные морфологические типы, либо вырождается в генератор бездефектных 

изображений. 

Бездефектные образцы при этом необходимы не только как отрицательный 

класс, но и как контекст для дискриминатора. Без достаточного числа нормальных 

примеров дискриминатор не формирует устойчивого представления о нормальной 

поверхности и не способен надёжно оценивать правдоподобность синтезируемых 

дефектов. В итоге асимметрия обучающих данных негативно сказывается на 

качестве генерации с обеих сторон состязательного процесса. В результате, 

несмотря на потенциал GAN для создания реалистичных изображений, их 

применение в задачах генерации дефектных изображений остается 

проблематичным. 

 
 

3.1 Ограниченность данных в промышленных условиях 
 
 

В промышленных условиях количество доступных изображений дефектов 

обычно ограничено, поскольку реальные дефекты встречаются редко и их трудно 

собирать на производственных линиях. Генеративно-состязательные сети 

демонстрируют выдающиеся результаты в синтезе изображений при условии 

доступности массивных обучающих датасетов, однако эффективность данной 

парадигмы критически деградирует в режиме ограниченных данных. Научные 

работы, применяющие GAN к генерации дефектов, типично оперируют выборками 

объемом от нескольких сотен до тысяч дефектных образцов в сочетании с 
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многочисленными нормальными изображениями. 

В производственных условиях дефектные изделия появляются спорадически 

и с низкой частотой, что делает их систематический сбор ресурсоёмким. Реальные 

промышленные датасеты, как правило, содержат лишь десятки дефектных 

образцов, тогда как классические GAN-архитектуры требуют существенно 

большего объёма обучающей выборки для устойчивой оптимизации генератора и 

дискриминатора. Указанное несоответствие обусловливает необходимость 

пересмотра стратегий генерации данных в режиме ограниченной выборки. 

Гибридные подходы, объединяющие адаптированные GAN-модели с 

методами структурной аугментации, позволяют синтезировать дополнительные 

обучающие примеры. При этом ключевым условием качества синтеза остаётся 

физическая достоверность генерируемых дефектов: их текстурные и 

морфологические характеристики должны формироваться с учётом контекста 

окружающего изображения, а не посредством наложения изолированных 

артефактов. Сочетание состязательных механизмов с контекстно-зависимыми 

трансформациями обеспечивает разнообразие и правдоподобие синтетических 

дефектов даже при минимальном числе реальных образцов, что существенно для 

промышленных систем машинного зрения, где надёжная детекция редких 

аномалий непосредственно влияет на качество выходной продукции. 

 
 

3.2 Архитектура ResStyleGAN 
 
 

В настоящей работе предлагается метод внедрения дефектов в синтетические 

изображения с целью повышения точности их обнаружения. В качестве базовой 

модели используется StyleGAN3, обученный на бездефектных образцах: генератор 

воспроизводит структуру объектов с высокой детализацией и формирует дефекты 

в областях, соответствующих их типичной локализации в реальных условиях [140–

142]. Обучение на репрезентативной выборке бездефектных изображений 

позволяет генератору сохранять структурную информацию, необходимую для 

корректного синтеза дефектных зон, что обеспечивает более естественное 
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воспроизведение дефектов по сравнению с методами прямого наложения. 

 Наряду с этим задействуются остаточные блоки ResNet, формирующие 

дефектные области с реалистичной текстурой и интегрирующие их в бездефектные 

изображения. Такой метод позволяет получать более точные и достоверные 

изображения с дефектами, что существенно улучшает процессы их обнаружения и 

анализа. Аугментация дефектных изображений сопряжена с противоречием между 

двумя требованиями. С одной стороны, стандартные геометрические 

преобразования (повороты, отражения, кадрирование) не меняют характер дефекта 

и потому слабо расширяют разнообразие обучающей выборки [143]. С другой 

стороны, агрессивные преобразования, существенно искажающие текстуру или 

форму дефекта, создают синтетические образцы, статистически далёкие от 

реальных, что снижает качество обученной модели. 

Предложенный метод решает эту задачу иначе в отличие от предыдущих 

[144;145]. Вместо трансформации существующих дефектных снимков 

синтезируются новые образцы, сохраняющие морфологические свойства реальных 

дефектов, но помещающие их в разнообразный контекст нормальной поверхности. 

Это особенно актуально в условиях, когда число исходных аномальных 

изображений не превышает нескольких десятков. Он позволяет моделировать 

дефекты, которые не только разнообразны по форме и размеру, но и сохраняют 

важные текстурные и цветовые особенности, что делает их более полезными для 

последующей обработки и анализа. 

В области генерации изображений с дефектами существует несколько 

стандартных методов. Один из них SDGAN, который использует два генератора 

для поочередного преобразования бездефектных и дефектных изображений [146]. 

Еще один распространенный метод это Defect-GAN [147]. Этот алгоритм работает 

по принципу добавления и удаления переднего плана дефектов, что также 

способствует созданию разнообразных дефектных изображений. Оба метода 

направлены на улучшение качества и разнообразия изображений с дефектами, что 

особенно важно в промышленных задачах контроля качества [148]. 

Наряду с генеративно-состязательными методами в последнее время активно 
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развиваются подходы на основе диффузионных моделей. В работе TF-IDG [149] 

предложена схема генерации дефектов без дополнительного обучения. 

Диффузионная модель применяется напрямую с согласованием признаков, учётом 

малых дефектных областей и сохранением фоновой текстуры, что позволяет 

формировать правдоподобные дефекты по одному эталонному образцу. В 

DefectFill [150] используется диффузионная сеть, дообучаемая на ограниченном 

наборе образцов и способная по заданной маске и одному примеру синтезировать 

разнообразные реалистичные дефектные изображения.  

Эти подходы, несмотря на их достоинства, имеют свои ограничения. В 

первую очередь, для успешного применения необходимы обширные объемы 

данных с тысячами изображений дефектов в каждой категории, что часто является 

сложной задачей в условиях производства [151–153]. В исследованиях, 

представленных выше, использовались выборки, характеризующиеся выраженной 

текстурной неоднородностью и отсутствием масок дефектов с чётко 

определёнными границами. Указанные особенности ограничивают возможность 

применения таких данных в задачах, требующих высокой точности 

пространственной локализации [154–156]. 

Для формирования обучающих данных с повышенной структурной 

выразительностью и достоверностью сформированных дефектов предлагается 

архитектура GAN, реализованная на основе StyleGAN3 [147]. Основные 

компоненты базовой сетевой структуры приведены на Рисунке 6, а общая схема 

предложенной модели на Рисунке 7. Архитектура включает генератор, создающий 

пары изображения и маски дефекта, плюс модуль оценки, определяющий степень 

соответствия между сгенерированной маской и визуальным представлением 

дефекта.  

На первом этапе применяется генератор на основе StyleGAN3, обученного на 

обширной выборке бездефектных изображений. Выбор StyleGAN3 обусловлен его 

способностью эффективно устранять эффект алиасинга, что особенно значимо при 

работе с текстурированными поверхностями, в частности текстильными. Алиасинг 

возникает при дискретизации сигнала с недостаточной частотой выборки и 
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проявляется в наложении спектральных компонент. В подобных условиях 

различные частотные составляющие становятся неразличимыми, что ведёт к 

искажению восстановленного сигнала и его отклонению от исходного 

непрерывного представления.  

 
 

 
Рисунок 6 – Структурные блоки сети StyleGAN3 

 
 
На втором этапе в модель интегрируются остаточные блоки ResNet, 

обучаемые на изображениях с дефектами. Данная схема позволяет управлять 

расположением и характеристиками синтезируемых дефектов с высокой 

точностью, существенно расширяя разнообразие генерируемых данных. 

Архитектурные компоненты инжектируют в генеративную модель признаковые 

представления аномалий, что обеспечивает направленный синтез изображений с 

заданными типами повреждений.  
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Рисунок 7 – Полная архитектура ResStyleGAN 

 
 
ResStyleGAN представляет собой модификацию базовой архитектуры 

StyleGAN, дополненную резидуальными блоками и дообученную на размеченных 

образцах дефектов. Ключевое архитектурное решение состоит в разделении 

ответственности: резидуальные модули извлекают признаковые представления, 

специфичные для повреждений, тогда как веса исходного генератора остаются 

зафиксированными. Благодаря этому модель сохраняет способность синтезировать 

бездефектные изображения без искажения их базовой структуры, что 

принципиально отличает ResStyleGAN от подходов с полным дообучением 

генератора. 

Обучение организовано в два параллельных потока: основная сеть StyleGAN 

не обновляется, тогда как сеть отображения дефектов и резидуальные блоки 

оптимизируются совместно на дефектных образцах. Такая схема ограничивает 
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вмешательство в пространство признаков исключительно дефект-специфичными 

компонентами, что обеспечивает генерацию вариативных синтетических 

повреждений без деградации качества нормальных образцов. Это позволяет 

системе создавать более разнообразные и точные примеры дефектов, сохраняя при 

этом способность генерировать бездефектные изображения при фиксированных 

параметрах основной модели.  

Генерация изображений с дефектами в ResStyleGAN основывается на двух 

типах признаков, это характеристики объекта, извлекаемые из основного блока, и 

признаки дефектов, получаемые из специализированных резидуальных блоков. 

Такой подход учитывает, как основные черты объекта, так и внешние факторы, 

влияющие на появление дефектов. 

Формально процесс генерации изображения StyleGAN3 описывается как 

композиция генератора и дискриминатора. Базовый генератор StyleGAN3 и 

генератор остаточных дефектов имеют вид (28) и (29): 

𝐺𝐺Style: 𝑍𝑍 → 𝑋𝑋clean 𝑥𝑥clean = 𝐺𝐺Style(𝑧𝑧);                                         (28) 

𝐺𝐺Res: 𝑋𝑋clean × 𝑀𝑀 → 𝑋𝑋clean,  𝑥𝑥defect = 𝑥𝑥clean + 𝑓𝑓θ(𝑥𝑥clean) ⊙ 𝑚𝑚,               (29) 

где z латентный вектор, 𝑋𝑋clean пространство бездефектных изображений, m - 

бинарная маска дефекта, 𝑓𝑓𝜃𝜃 - результат работы ResStyleGAN, а операнд ⊙ является 

операндом поэлементного умножения. 

Дискриминатор сети StyleGAN3 имеет вид по формуле (30): 

𝐷𝐷(𝑥𝑥) = [𝐷𝐷valid(𝑥𝑥), 𝐷𝐷mask(𝑥𝑥)],                                                  (30) 

где 𝐷𝐷valid(𝑥𝑥) мера реалистичности сгенерированного изображения, а 𝐷𝐷mask(𝑥𝑥) 

предсказанная маска дефекта. 

Предварительные исследования с ResStyleGAN показали, что изменение 

вектора дефекта при неизменном векторе оригинального изображения 

(характеристики объекта на изображении остаются неизменными) незначительно 

влияет на внешний вид дефектов. Визуальная близость бездефектных образцов 

провоцирует появление схожих дефектных паттернов в синтезированных 

изображениях, что сокращает разнообразие генерируемых данных. Для снижения 

этого эффекта при синтезе дефектов рекомендуется опираться на вариации в 
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масках дефектов, а не на содержимое исходных изображений. Описанное 

ограничение частично преодолевается за счёт двухэтапной стратегии обучения, 

реализованной в архитектуре ResStyleGAN. 

 
 

Алгоритм 4. Генерация дефектов с двухэтапной стратегией обучения 
 
 

Шаг 1. Предобучение генератора StyleGAN3 на множестве бездефектных 

изображений. 

Шаг 2. Встраивание остаточных блоков ResNet в генераторную сеть 

StyleGAN3 с инициализацией весами, полученными на шаге 1. 

Шаг 3. Дообучение остаточных блоков на ограниченном наборе дефектных 

образцов. Конец алгоритма. 

 

Архитектура ResStyleGAN расширяет базовую модель StyleGAN 

специализированными остаточными блоками, которые обучаются синтезировать 

дефектные текстуры при фиксированных весах основного генератора. Эти блоки 

обучаются отображать характерные признаки дефектов на промежуточные 

пространства стилей, что позволяет при необходимости активировать синтез 

дефекта или подавлять его, сохраняя единую модель для обоих режимов генерации. 

Совмещение синтеза дефектных и нормальных изображений в рамках одной 

архитектуры принципиально отличает ResStyleGAN от подходов, где дефектные и 

бездефектные образцы генерируются раздельными моделями. Обучение на обоих 

типах данных одновременно удерживает генератор от сдвига распределения в 

сторону аномалий и позволяет получать правдоподобные дефектные снимки, 

статистически согласованные с нормальными образцами той же поверхности. 

 
 

3.3 Оценка эффективности системы ResStyleGAN 
 
 

Качество генерации оценивалось с помощью метрики Kernel Inception 
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Distance (KID) [157]. В отличие от широко распространённой Frechet Inception 

Distance (FID) [158], KID может использоваться без несмещённой оценки статистик 

распределения и даёт более надёжные результаты на малых выборках, что 

существенно при ограниченном числе реальных дефектных снимков. Обе метрики 

измеряют расстояние между распределениями реальных и синтетических 

изображений в пространстве признаков сети, и меньшее значение соответствует 

более высокому качеству генерации (31) и (32): 

KID = 𝐸𝐸[𝑘𝑘(𝑥𝑥, 𝑥𝑥′)] + 𝐸𝐸[𝑘𝑘(𝑦𝑦, 𝑦𝑦′)]  −  2𝐸𝐸[𝑘𝑘(𝑥𝑥, 𝑦𝑦)];                            (31) 

FID = |μ𝑟𝑟 − μ𝑔𝑔|2 + Tr �Σ𝑟𝑟 + Σ𝑔𝑔 − 2�Σ𝑟𝑟Σ𝑔𝑔� ,                                   (32) 

где 𝑥𝑥, 𝑥𝑥′ выборка из распределения реальных изображений, 𝑦𝑦, 𝑦𝑦′  выборка из 

распределения сгенерированных изображений, 𝜇𝜇𝑟𝑟  и 𝜇𝜇𝑔𝑔  средние векторы реальных 

(r) и сгенерированных (g) изображений, Σ𝑟𝑟  и Σ𝑔𝑔 их ковариационные матрицы, а Tr 

след матрицы. 

Для углубленного анализа результатов исследования применялась 

улучшенная версия метрики Learned Perceptual Image Patch Similarity (LPIPS) [159], 

часто используемая в современных исследованиях по генерации изображений. 

Метрика LPIPS количественно оценивает вариативность через идентификацию 

кластеров синтезированных образцов, демонстрирующих максимальную близость 

к элементам исходного датасета. Для каждого кластера вычисляется усредненное 

значение LPIPS. Данный подход эффективен при анализе разнообразия в 

генеративных задачах, особенно при ограниченных обучающих данных. Модели с 

переобучением на исходной выборке типично демонстрируют низкие показатели 

LPIPS, тогда как повышенные значения свидетельствуют о большей вариативности 

синтезируемых образцов по (33): 

LPIPS(𝑥𝑥, 𝑥𝑥′) = �
1

𝐻𝐻𝑙𝑙𝑊𝑊𝑙𝑙𝑙𝑙

� � |𝑤𝑤𝑙𝑙 ⊙ �𝑦𝑦𝑙𝑙,ℎ,𝑤𝑤 − 𝑦𝑦𝑙𝑙,ℎ,𝑤𝑤
′ �|2

2

𝑊𝑊𝑙𝑙

𝑤𝑤=1

𝐻𝐻𝑙𝑙

ℎ=1

,                     (33) 

где 𝑥𝑥, 𝑥𝑥′ – исходное и сгенерированное изображение, 𝑦𝑦, 𝑦𝑦′  – активации на 

слое l нейросети для 𝑥𝑥, 𝑥𝑥′, 𝑤𝑤𝑙𝑙 – веса сети, a 𝐻𝐻𝑙𝑙 и 𝑊𝑊𝑙𝑙 – пространственные размерности 
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активаций на слое l. 

Чтобы оценить эффективность метода ResStyleGAN, проводились 

эксперименты с текстурными структурами и сравнение с тремя другими 

подходами: SDGAN, Defect-GAN и методом внедрения дефектов в изображения без 

дефектов [3]. Последний подход, не являясь генеративной моделью, был включен 

для всестороннего анализа. Для метода трансплантации дефектов метрика KID не 

задействовалась, поскольку данная техника напрямую переносит визуальные 

паттерны аномалий из исходной выборки, уже достигшей максимума 

реалистичности.  

Групповая модификация LPIPS позволяет прецизионно оценить 

разнообразие синтезированных изображений, углубляя понимание их 

вариативности и подлинности. Комплексная оценка с использованием KID и 

группированной LPIPS обеспечивает многогранный анализ, ключевой для развития 

и оптимизации технологий генерации изображений и детекции дефектов. 

Оценка с применением KID и группированной LPIPS позволила охватить как 

реалистичность, так и разнообразие генерируемых образцов. Такой подход 

представляет методологическую ценность для развития методов обнаружения 

дефектов. Совместное использование указанных метрик формирует целостную 

характеристику качества синтетических данных, что имеет принципиальное 

значение для научных исследований и промышленных приложений в области 

компьютерного зрения. 

Результаты сравнения эффективности работы генеративных моделей 

StyleGAN и других подходов приведены в Таблице 11. 
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Таблица 11 – Результат тестирования по параметрам KID и LPIPS 

Метод генерации KID LPIPS 

Defect paste - 0.2115 

SDGAN 177.69 0.1474 

Defect-GAN 35.38 0.1734 

ResStyleGAN 18.99 0.2091 

 
 
В работе DefectFill [150], посвящённой генерации промышленных дефектов, 

значения KID варьируются в диапазоне от 1 до 500 в зависимости от категории 

объекта, а уровень SOTA соответствует значениям KID порядка 5–35. Полученное 

значение KID = 18,99 для ResStyleGAN на собственном датасете текстильных строп 

находится в SOTA-диапазоне современных дефектных генеративных моделей, что 

свидетельствует о качестве синтезированного распределения относительно 

реальных дефектов. 

Метрика LPIPS допускает двойственную интерпретацию в зависимости от 

контекста применения. В задачах восстановления изображений меньшее значение 

LPIPS отражает более высокое перцептивное сходство пары изображений, тогда 

как при оценке разнообразия выборки, генерируемой GAN, большее значение 

LPIPS соответствует более высокой перцептивной вариативности. Значения LPIPS 

лежат в полуоткрытом диапазоне [0; 1+], причем чем значение LPIPS меньше, тем 

меньшее разнообразие пар, а чем выше значение, тем более разнообразные пары 

изображений. Значения в диапазоне от 0.10 до 0.50 определяют GAN-разнообразие 

созданных дефектов [159].  

Исследование выявило, что SDGAN и Defect-GAN обеспечивают 

определённое разнообразие генерируемых изображений, формируя образцы 

дефектов на основе обширных наборов бездефектных данных. Вместе с тем 

сохранение бездефектных зон и точная визуализация дефектов остаются 

нерешёнными задачами для обоих подходов. Согласно данным Таблицы 11, 

изображения, синтезированные SDGAN и Defect-GAN, характеризуются низкой 
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точностью в бездефектных областях и уступают по значениям KID 

рассматриваемым альтернативам. Такие изображения значительно отличаются от 

реалистичных, что ограничивает их применимость в реальных приложениях. 

Метод прямой вставки дефектов в бездефектные снимки принципиально 

ограничен числом возможных комбинаций. При наличии K бездефектных 

изображений и P дефектных максимальное число синтетических образцов не 

превышает P×K. На практике это означает, что при росте требуемого объёма 

выборки разнообразие синтезируемых изображений исчерпывается, а значения 

кластерных оценок LPIPS из Таблицы 11, высокие при малом числе образцов, 

неизбежно снижаются. 

Сеть ResStyleGAN устроена иначе, поскольку генератор обучается 

непрерывному пространству признаков дефектов и число синтезируемых образцов 

не ограничено комбинаторикой исходных снимков. На Рисунке 8 показаны тройки 

выходных данных модели (бездефектное изображение, дефектное изображение и 

маска области дефекта), получаемые из одного и того же вектора нормальной 

поверхности при варьировании признаков дефекта. 

Сохранение способности генерировать бездефектные изображения 

обеспечивается фиксацией части параметров на втором этапе обучения. Если 

остаточные признаки дефекта не активированы, сеть возвращает нормальный 

снимок, что делает пары бездефектное/дефектное изображение пригодными для 

задач детекции и восстановления без дополнительного сбора данных. 

Так как сеть ResStyleGAN имеет в себе основу StyleGAN3, который довольно 

требовательный к ресурсам, и ResNet-блоки, то для даже минимального 

оборудования, способного обрабатывать большие объемы данных, требуется как 

минимум RTX 3090 с 24 ГБ памятью чтобы обработать семплы изображений 

512×512. На этапе интерференции требуется примерно 1 секунда на генерацию 

одного изображения (зависит от сложности дефектов и размера модели). Для 

генерации семплов 1024×1024 потребуется более 40 ГБ VRAM. 

В итоге применение ResStyleGAN предоставляет значительные 

преимущества в создании разнообразных и правдоподобных изображений, что 



98 
 

существенно улучшает результаты в области выявления и анализа дефектов. 

Однако, ни одна метрика в одиночку, ни их совокупность не дают абсолютной 

уверенности в качестве генерации дефектов [160;163]. Единственным способом 

определить качество генерации дефектных изображений является проведение 

экспериментов по детекции дефектов на новых сгенерированных данных и без них. 
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Рисунок 8 – Результат генерации дефектов текстильных строп методом 

ResStyleGAN. Изображения сгруппированы тройками изображений: 

сгенерированное изображение без дефекта, сгенерированный дефект 

расположенный на предыдущем изображении, маска сгенерированного дефекта 
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Выводы по главе  
 
 
В данной главе разработана гибридная генеративная модель ResStyleGAN, 

объединяющая архитектуру StyleGAN3 с резидуальными блоками ResNet для 

синтеза реалистичных изображений дефектов в условиях ограниченного объема 

размеченных данных. 

Предложен двухэтапный подход обучения. На первом этапе генератор 

StyleGAN3 обучается на обширной выборке бездефектных изображений, формируя 

базовое представление нормальной структуры объектов. На втором этапе к модели 

добавляются резидуальные блоки ResNet, обучаемые на ограниченном наборе 

дефектных образцов с целью синтеза признаков аномалий. Ключевым 

преимуществом архитектуры является сохранение способности генерировать 

бездефектные изображения при фиксации параметров базовой модели. 

Проведено экспериментальное сравнение с существующими методами 

(SDGAN, Defect-GAN, прямая вставка дефектов) по метрикам KID и групповой 

LPIPS. Результаты тестирования показывают, что ResStyleGAN обеспечивает 

наилучший баланс между правдоподобностью и вариативностью сгенерированных 

изображений. 

Экспериментально подтверждена способность модели генерировать парные 

изображения: бездефектный образец поверхности и соответствующий ему 

дефектный образец с бинарной маской локализации. Это свойство существенно для 

формирования размеченных обучающих выборок в задачах детекции аномалий и 

восстановления изображений. 

В отличие от классических GAN-архитектур, требующих тысяч дефектных 

образцов для сходимости, предложенный метод допускает обучение на нескольких 

десятках реальных дефектных изображений при наличии обширной выборки 

нормативных кадров. Такое соотношение соответствует типичному 

распределению данных в промышленных условиях, где дефектные изделия 

возникают с низкой частотой. 

Алгоритм 4 реализует двухэтапную схему обучения. На первом этапе 
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StyleGAN3 обучается исключительно на бездефектных изображениях и формирует 

генеративную модель нормальной поверхности [126; 147; 164]. На втором этапе в 

архитектуру интегрируются блоки ResNet, вводящие управляемые признаки 

дефектов; при этом способность генерировать бездефектные кадры сохраняется. 

Результаты оцениваются по метрикам KID и LPIPS и сопоставляются с 

альтернативными схемами синтеза, включая GAN-подходы и Defect-GAN [157; 

159; 161; 162; 191]. На ограниченной выборке ResStyleGAN показывает более 

стабильный баланс между реалистичностью и вариативностью. 

Полученные данные подтверждают положение 2, выносимое на защиту. 

Представленные материалы опубликованы автором в соавторстве (доля автора 

более 70%) в работах [3;164]. 
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4 Обобщение моделей детекции дефектов 

 
 
Несмотря на применение предобученной архитектуры U-Net++ для 

выявления промышленных дефектов [3], алгоритм детекции дефектов сталкивается 

с фундаментальным ограничением, а именно с недостаточной чувствительностью 

к микроаномалиям объекта детекции, то есть к тем элементами изображения, 

которые плохо заметны человеку. Проблема усугубляется диссонансом между 

искусственными и реальными производственными данными и в различии 

распределений признаков, затрудняющем выделение значимых паттернов 

дефектов. Это требует разработки адаптивных механизмов обучения, способных 

усиливать реакцию модели на пограничные случаи. 

Одной из таких адаптационных техник борьбы с чувствительностью на 

микроаномалии является подход «ученик-учитель» с дистилляцией знаний 

[165; 166], где модель ученик, одновременно является уменьшенной версией 

модели учителя и при этом пытается повторить многоуровневые представления 

учителя, фильтруя доменно-специфичные артефакты, усиливая семантически 

значимые паттерны дефекта [167]. Для снижения семантического разрыва 

применяется гибридизация предобученных моделей с нормализующими потоками. 

Однако, как показывают эксперименты [168], даже после такой адаптации c 

нормализующими потоками сохраняется зависимость от ручной аугментации 

данных (кадрирование, ротация и прочие D4 аугментации), искусственно 

расширяющей вариативность данных. В детекции промышленных материалов это 

накладывает дополнительные ограничения в виде риска нарушения 

инвариантности ключевых признаков и необходимости экспертной валидации 

генерируемых примеров изображений [169]. 

Неконтролируемые методы обнаружения аномалий на основе GAN, в 

частности AnoGAN [5], обладают тем достоинством, что не требуют размеченных 

аномальных данных. Однако на практике их эффективность в задачах детекции 

производственных дефектов остаётся невысокой, поскольку без разметки модель 

не получает прямого сигнала о том, какие именно отклонения считать дефектами. 
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Доминирующая тенденция в сфере детекции аномалий ориентирована на 

применение предобученных архитектур, использующих внешние коллекции 

изображений для формирования репрезентативных признаков нормальных 

объектов, то есть публичные датасеты без дисбаланса между нормальными и 

аномальными образцами. Признаки, извлечённые из предобученных сетей, лучше 

разделяют нормальные и аномальные области, чем признаки, обученные с нуля на 

ограниченном промышленном датасете. Сеть, предобученная на масштабных 

данных, формирует обобщённые представления о структуре и текстуре 

поверхностей, которые оказываются чувствительны к дефектам даже при 

отсутствии явной разметки аномалий. На этом принципе строится архитектура U-

Net++ [3], где предобученный энкодер служит источником многоуровневых 

признаков для последующей сегментации. 

В отличие от потоковой параметризации, существуют модели на основе 

метрик сходства нормальных частей без аномалий для каждого фрагмента. Метод 

PatchCore [9] строится на идее банка памяти, в котором при обучении 

накапливаются признаковые дескрипторы нормальных фрагментов изображения. 

На этапе тестирования для каждого фрагмента определяется ближайший сосед в 

банке памяти, а величина их расхождения используется как оценка аномальности. 

Подобное построение делает метод устойчивым к доменным сдвигам, так как банк 

памяти хранит эмпирическую статистику нормального класса без задания 

параметрической формы распределения. 

Развитие идеи PatchCore в направлении промышленного применения в 

работе [170] сопровождается модификацией исходного подхода, включающей 

адаптацию гиперпараметров и замену базовой модели. В противоположность 

диффузионным моделям такая конфигурация обеспечивает детерминированную и 

воспроизводимую локализацию дефектов без привлечения итеративных процедур 

генерации, которые требуют значительных вычислительных ресурсов. 

Наряду с генеративно-состязательными методами выделяется класс 

подходов, основанных на диффузионных моделях. В методе DefectFill [150] 

используется диффузионная модель, дополнительно обученная на ограниченном 
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наборе данных и способная по заданной маске и одному эталонному примеру 

формировать разнообразные реалистичные изображения с дефектами. Отмечается 

снижение эффективности при обработке глобальных структурных дефектов, 

затрагивающих объект в целом, например, нарушений геометрии. Неспособность 

точно управлять типом, формой и локализацией дефекта рассматривается как 

ключевое ограничение диффузионных моделей. В то же время классическая 

проблема коллапса мод в GAN в задаче промышленного контроля, где множество 

типов дефектов жестко ограничено, может рассматриваться как преимущество, так 

как обеспечивает компромисс между размером сети и управляемостью по наборам 

категорий генерируемых дефектов.  

Метод CFA демонстрирует ограничения, типичные для подходов на основе 

предобученных сетей. Признаковые представления таких сетей оптимизированы 

под задачу классификации и не учитывают пространственную структуру дефектов, 

что вносит систематическое смещение при локализации аномалий. В CFA данная 

проблема решается через адаптацию признаков к конкретной инспектируемой 

поверхности: тонкая настройка на целевых данных с применением метрического 

обучения снижает влияние смещённых представлений и способствует выделению 

дискриминантных паттернов [171;172]. Согласно приводимым 

экспериментальным результатам, адаптированные признаки обеспечивают точную 

идентификацию и пространственную локализацию сложных аномалий [173]. 

Масштабируемость системы достигается за счёт сжатого подмножества признаков, 

называемого корсетом (coreset), который компактно представляет распределение 

нормативных образцов [176]. Тем не менее при работе с крупномасштабными 

наборами данных формирование корсета становится ресурсоёмким: требуются 

специализированные алгоритмы отбора и усложнённые архитектурные решения, 

что ограничивает практическое внедрение метода [174; 175]. 

Парадигма нормализующих потоков, представленная в работах DifferNet 

[173] и CFLOW-AD [175], получила развитие в многоракурсных и 

многомасштабных архитектурах. В методе Multi-Flow [177] реализована схема 

обмена информацией между соседними ракурсами одного изделия, что снимает 
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ограничение на использование только одного ракурса съемки и повышает точность 

выявления аномалий. В работе DNFAD [178] предложена двухкомпонентная 

архитектура, объединяющая локальные и глобальные представления признаков и 

устраняющая жесткую фиксированность области восприятия.  

Методология «учитель-ученик» [179] решает задачу обнаружения аномалий 

на основе дистилляции знаний. Модель учитель предварительно обучается как 

классификатор, а модель ученик обучается воспроизводить ее признаковые 

представления на бездефектных образцах. На изображениях с дефектами ученик 

восстанавливает эти представления с существенно большей ошибкой, поскольку в 

процессе обучения использовались только нормальные данные. Преднамеренное 

исключение аномальных образцов из обучающей выборки ученика приводит к 

систематической дивергенции выходных признаков двух сетей при обработке 

дефектных изображений [180]. Это расхождение между признаками учителя и 

ученика на дефектных образцах используется для вычисления показателя аномалии 

и упрощает определение ее местоположения. Данная дивергенция количественно 

интерпретируется как мера аномальности и обеспечивает не только детекцию, но и 

пространственную локализацию дефектов за счет анализа градиентов 

рассогласования. В результате модель ученик точно воспроизводит признаковые 

представления модели учителя на изображениях без дефектов, но демонстрирует 

меньшее соответствие на дефектных изображениях, что позволяет надежно 

выявлять и локализовать аномалии [179; 180]. 

Дальнейшее развитие подхода обратной дистилляции реализовано в 

архитектуре SK-RD4AD [181], где базовая схема дополнена несоответствующими 

дополнительными связями между слоями. Эти связи не копируют структуру 

кодировщика, частично компенсируют потерю тонких признаков в узком 

промежуточном представлении и повышают чувствительность к 

слабовыраженным аномалиям при сохранении низкого времени вывода. В работе 

[119] предложен механизм масштабной адаптации, учитывающий изменение 

пространственных размеров аномалий и устраняющий соответствующее 

ограничение исходной модели SK-RD4AD. Указанные модификации сопоставимы 
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с архитектурным решением PatchNet++, в котором к симметричной схеме учитель 

и ученик на основе U-Net++ добавлены дополнительные связи, уменьшающие 

потери пространственной детализации. Это подтверждает целесообразность 

включения масштабно адаптивных механизмов в дистилляционную часть 

разрабатываемой системы. 

Эмпирические исследования показывают [179], что модель ученика 

сохраняет высокую точность репликации признаков учителя на нормальных 

данных, однако утрачивает её при наличии аномалий, формируя выраженный 

контраст в скрытых представлениях [180]. Данный механизм позволяет отказаться 

от явного моделирования дефектов, что особенно существенно при ограниченном 

объёме размеченных данных. Неспособность ученика точно воспроизвести 

признаковые карты учителя на дефектных изображениях порождает устойчивое 

расхождение активаций, которое используется как сигнал обнаружения аномалий 

[182–184]. 

 
 

4.1 Архитектура системы PatchNet++ 
 
 

В процессе обучения модель ученика минимизирует расхождение между 

собственными признаковыми картами и картами учителя на бездефектных 

образцах. При подаче дефектных изображений величина этого расхождения 

возрастает, поскольку ученик не наблюдал подобных примеров в ходе обучения, и 

данная величина служит мерой аномальности. Совмещение указанной схемы с 

двухблочной архитектурой U-Net++ (конфигурация L4) и модулем PatchCore 

расширяет пространство анализируемых признаковых представлений и повышает 

чувствительность к аномалиям различных пространственных масштабов. 

Статистически значимое расхождение выходных активаций при обработке 

аномальных входных данных обеспечивает количественную оценку степени 

отклонения от нормы [94;185].  

Совместное использование указанных архитектур демонстрирует 

повышенную эффективность за счет сочетания детальной локализации аномалий, 



107 
 

обеспечиваемой U-Net++, и повышенной способности к обобщению признаков, 

достигнутой за счет PatchCore. Анализ характеристик моделей показывает, что 

наблюдаемые расхождения в признаках при обработке аномалий коррелируют с 

метриками качества детектирования. Процесс обучения же, направленный на 

точное воспроизведение признаков учителя в нормальных условиях, способствует 

повышению надежности идентификации дефектов за счет минимизации 

ложноположительных срабатываний. В итоге результирующая система 

демонстрирует устойчивость к шуму и вариативность в применении к различным 

типам данных. Для минимизации расхождения на нормальных данных в парадигме 

«ученик-учитель» с дистилляцией знаний используется следующая функция 

потерь: 

ℒ𝐾𝐾𝐾𝐾 =
1
𝑁𝑁 �‖𝑓𝑓𝑇𝑇(𝑥𝑥𝑖𝑖) − 𝑓𝑓𝑆𝑆(𝑥𝑥𝑖𝑖)‖,                                            

𝑁𝑁

𝑖𝑖=1

(34) 

где 𝑓𝑓𝑇𝑇(𝑥𝑥𝑖𝑖) это функция учителя, а 𝑓𝑓𝑆𝑆(𝑥𝑥𝑖𝑖) ученика. 

В итоге вычисление аномалий для каждого входного батча будет 

происходить через карту аномалий 𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙, в которой при отсутствии аномалий 

результаты моделей ученика и учителя будут приблизительно равны друг другу, 

иначе аномалия считается найденной по (35): 

𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙(𝑥𝑥) =
1
𝐶𝐶 � �𝑓𝑓𝑇𝑇

(𝑐𝑐)(𝑥𝑥) − 𝑓𝑓𝑆𝑆
(𝑐𝑐)(𝑥𝑥)� .                                      (35)

𝐶𝐶

𝑐𝑐=1

 

Обычно в задачах поиска похожих частей изображений используется парная 

функция потерь, но для сети PatchCore в этом качестве была использована функция 

ArcFace 𝐿𝐿𝑎𝑎𝑎𝑎𝑎𝑎 [180] по причине того, что она эффективно борется с проблемой 

зануления данной функции в батче изображений без дефектов (36): 

𝐿𝐿𝑎𝑎𝑎𝑎𝑎𝑎 = −
1
𝑁𝑁 � log

𝑒𝑒𝑠𝑠�cos�𝜃𝜃𝑦𝑦𝑖𝑖+𝑚𝑚��

𝑒𝑒𝑠𝑠�cos�𝜃𝜃𝑦𝑦𝑖𝑖+𝑚𝑚�� + ∑ 𝑒𝑒𝑠𝑠 cos 𝜃𝜃𝑗𝑗𝑛𝑛
𝑗𝑗=1,𝑗𝑗≠𝑦𝑦𝑖𝑖

.                      
𝑁𝑁

𝑖𝑖=1

(36) 

Для каждого входного изображения 𝑥𝑥 размером 𝑘𝑘 × 𝑘𝑘 извлекаются признаки 

𝜙𝜙𝑎𝑎𝑎𝑎𝑎𝑎(𝑥𝑥),  где 𝑊𝑊- веса сети PatchCore по (37): 
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𝜙𝜙𝑎𝑎𝑎𝑎𝑎𝑎(𝑥𝑥) =
𝑊𝑊∗𝑇𝑇𝑓𝑓(𝑥𝑥)

|𝑊𝑊∗||𝑓𝑓(𝑥𝑥)|,                                                    (37) 

а карта обнаружения дефекта на изображении будет просчитываться 

следующим образом по (38), (39): 

𝐴𝐴𝑑𝑑𝑑𝑑𝑑𝑑(𝑥𝑥) = 1 − max
𝑚𝑚∈M

cos(𝜙𝜙𝑎𝑎𝑎𝑎𝑎𝑎(𝑥𝑥), 𝑚𝑚) ;                                       (38) 

𝑀𝑀 = � � �
𝜙𝜙(𝑥𝑥𝑖𝑖)𝑥𝑥𝑘𝑘

|𝜙𝜙(𝑥𝑥𝑖𝑖)𝑥𝑥𝑘𝑘|2
� ,                                                        (39)

𝐾𝐾𝑖𝑖

𝑘𝑘=1

𝑁𝑁

𝑖𝑖=1

 

где 𝑚𝑚 это элементы банка памяти 𝑀𝑀 сети PatchCore, представляющие собой 

множество нормальных патчей изображений, используемая для сравнения с 

тестовыми данными. 

Так как диапазоны значений карт локализации и детекции имеют разные 

диапазоны значений, то необходимо провести нормализацию, чтобы была 

возможность корректно их комбинировать по (40) – (42): 

𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙� =
𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙 − min(𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙)

max(𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙) − min(𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙) ;                                           (40) 

𝐴𝐴𝑑𝑑𝑑𝑑𝑑𝑑� =
𝐴𝐴𝑑𝑑𝑑𝑑𝑑𝑑 − min(𝐴𝐴𝑑𝑑𝑑𝑑𝑑𝑑)

max(𝐴𝐴𝑑𝑑𝑑𝑑𝑑𝑑) − min(𝐴𝐴𝑑𝑑𝑑𝑑𝑑𝑑) ;                                          (41) 

𝐴𝐴𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓 = α𝐴𝐴𝑙𝑙𝑙𝑙𝑙𝑙� + (1 − α)𝐴𝐴𝑑𝑑𝑑𝑑𝑑𝑑� .                                            (42) 

Параметр 𝛼𝛼 определяет вес сети локализатора и сети детектора относительно 

друг друга. Для отражения вероятности аномалии для каждого пикселя (𝑖𝑖, 𝑗𝑗) 

рассчитывается следующим образом по формуле (43): 

Итоговый Score =
1

𝐻𝐻 × 𝑊𝑊 � � 𝐴𝐴𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓
(𝑖𝑖,𝑗𝑗)

𝑊𝑊

𝑗𝑗=1

𝐻𝐻

𝑖𝑖=1

.                              (43) 

В ходе экспериментов было установлено, что модель-ученик воспроизводит 

признаки учителя на бездефектных изображениях с недостаточной точностью. 

Причиной послужила потеря пространственных деталей при последовательном 

прохождении через свёрточные слои. Введение блоков U-Net в архитектуру 

ученика обеспечило передачу низкоуровневых признаков через skip-соединения 

(прямые связи, передающие карты признаков из энкодера в декодер в обход 



109 
 

промежуточных слоёв), что сократило потери пространственной детализации и 

улучшило показатели обнаружения аномалий. 

Наряду с одиночной парой учитель-ученик рассматривалась параллельная 

схема с несколькими такими парами. В данной конфигурации каждая пара 

обучается независимо, а итоговая карта аномалий формируется по совокупности 

расхождений от всех пар. Включение блоков U-Net в эту схему расширяет полноту 

извлечения признаков и повышает точность восстановления мелкомасштабных 

структур на бездефектных изображениях. 

Кроме того, изначальная конфигурация предусматривает независимое 

обучение отдельных классификаторов и формирование механизма оценки 

аномалий на основе агрегированных результатов ансамбля сетей [186;187]. 

Практические же результаты подтверждают, что интеграция блоков U-Net 

способствует устранению дисбаланса признаков и обеспечивает более точную 

реконструкцию изображений. 

В рамках указанных принципов в современных работах активно 

применяются схемы передачи знаний между моделями, которые повышают 

точность выявления аномалий за счет согласования их представлений. Такие 

методы направлены на уменьшение эффекта избыточного обобщения, при котором 

обучаемая модель начинает воспроизводить не только нормальные, но и дефектные 

паттерны. В методе BKD [188] предложена двунаправленная схема передачи 

знаний с комбинацией прямой и обратной дистилляции знаний что обеспечивает 

превышение AUC на ~ 4% по сравнению c классическими методами, а в работе 

[189] рассматривается использование нескольких обучающих моделей учителей в 

сочетании с механизмами балансировки данных.  

Анализ эффективности модифицированной системы выявил 

синергетический эффект между компонентами архитектуры. В то время как U-Net 

блоки фокусируются на восстановлении локальных деталей изображений, 

параллельная организация обучения способствует повышению устойчивости 

модели к вариациям входных данных. Итоговая общая архитектура системы 
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предоставлена на Рисунке 9, подсистема Student-Teacher U-Net++ на Рисунке 10, а 

подсистема PatchCore на Рисунке 11. 

 
 

 
Рисунок 9 – Общая архитектура системы PatchNet++ 
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Рисунок 10 – Архитектура Student-Teacher U-Net++ (красным цветом выделен 

путь тестирования, зеленым - путь обучения) 

 
 

 
Рисунок 11 – Архитектура PatchCore 

 
 
В качестве примера для исследования был взят вручную собранный датасет 

текстильных строп, состоящий из 546 изображений. Локализационная подсистема 
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состоит из сети учителя U-Net++ (6 уровней, 128 фильтров) и нескольких учеников 

Mobile U-Net (3 уровня, 32 фильтра). Детекция дефектов текстильных строп 

является самостоятельной сложной задачей, как по изображению, так и по 

трудоемкости, ввиду особенностей их структуры, имеющих уникальный узор. Это 

относится и к любым тканям, в изображении которых встречаются определенные 

узоры, например, полосатость, что усложняет даже визуальное обнаружение 

дефектов.  

 
 

4.2 Результаты тестирования 
 
 

Для оценки результативности предложенного метода по сравнению с 

существующими, такими как Coupled-hypersphere-based Feature Adaptation (CFA) 

[10], Deep Feature Modeling (DFM) [174], PatchCore [179] и Efficient Anomaly 

Detection (EfficientAd) [190] были использованы две метрики: 

1. AUROC (Area Under the ROC Curve) - площадь под Roc-кривой отноше-

ния истинно-положительных пикселей к ложноположительным пикселям. Она по-

казывает вероятность точности определения выбранного фрагмента изображения 

как дефектного по сравнению со случайно выбранной бездефектной областью; 

2. F-мера, как наиболее оптимальный баланс полноты и точности (44): 

𝐹𝐹 =
2 ∗ 𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃 ∗ 𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅

𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃 + 𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 .                                          (44) 

Для анализа классового дисбаланса дефектов в методологию была 

интегрирована попиксельная модификация метрик (Pixel), отличающаяся от 

общепринятых метрик уровня изображения (рассматривая изображение в целом) 

параметром порогового значения, используемого для определения аномальных 

областей на основе оценок аномальности. Следует отметить, что низкий порог, 

применяемый в попиксельных метриках, может негативно влиять на точность 

оценки глобальной эффективности системы детектирования. 

Результаты синтетического тестирования рассмотренных методов 

обнаружения дефектов на текстильных материалах представлены в Таблице 12 и 
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на Рисунке 12. Согласно табличным данным, алгоритм EfficientAd демонстрирует 

максимальную точность при использовании попиксельных метрик, тогда как 

предложенный метод PatchNet++ превосходит конкурирующие решения по 

показателям детекции при повышенных пороговых значениях. Визуальный анализ 

на Рисунке 12 иллюстрирует сравнительную эффективность методов на трех 

примерах дефектных изображений, структурированных в три компонента: 

исходное изображение, тепловая карта обнаруженных аномалий и зона 

фактического дефекта. При обработке дефектов текстильного полотна, однозначно 

идентифицируемых по цветовым характеристикам, большинство алгоритмов 

показали сопоставимую результативность. Исключением стал метод CFA, для 

которого зафиксирована повышенная частота ложноположительных 

срабатываний. В сценариях с текстурными аномалиями, не связанными с 

цветовыми отклонениями, наивысшую точность локализации границ дефектов, в 

частности потертостей, продемонстрировали алгоритмы PatchNet++ и EfficientAD. 

Полученные результаты согласуются с тезисом о том, что совместное 

использование пространственных и текстурных признаков повышает качество 

детекции в задачах промышленной инспекции. Вместе с тем они указывают на 

необходимость учёта морфологии целевых дефектов при выборе метода: 

алгоритмы, ориентированные преимущественно на цветовые признаки, уступают 

по точности локализации текстурно-обусловленных аномалий.  

 
 

Таблица 12 – Сравнение результативности методов 

Название Pixel F мера 

Pixel 

AUROC 

Image  F 

мера 

Image 

AUROC 

CFA 0,23296 0,71698 0,45198 0,53113 

DFM 0,23706 0,70595 0,65347 0,80991 

Patchcore 0,41918 0,84878 0,70000 0,82983 

EfficientAd 0,54366 0,92316 0,76923 0,89080 

PatchNet++ 0,45296 0,89581 0,80000 0,89811 
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Рисунок 12 – Визуальные результаты масок дефектов тестируемых алгоритмов по 

сравнению с оригинальными фото дефектов и соответствующие им эталонные 

маскам 

 
 

Все вышеперечисленные методы были направлены на уменьшение 

последствий малого числа дефектных изображений в датасете, но не решали саму 

проблему. В исследовании [3] разработана система ResStyleGAN, основанная на 
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модификации архитектуры StyleGAN3 от NVIDIA, изначально созданной для 

синтеза реалистичных изображений лиц. Авторы адаптировали данную 

генеративно-состязательную сеть, заменив стандартные блоки на остаточные 

модули ResNet, что обеспечило генерацию дефектов с контролируемой классовой 

принадлежностью. Обучение ResStyleGAN проходит в два этапа. На первом этапе 

генератор обучался только на бездефектных изображениях и формировал 

устойчивое представление о нормальной поверхности. На втором этапе в 

архитектуру были интегрированы остаточные модули ResNet, которые 

дообучались на дефектных примерах и обеспечивали синтез изображений с 

дефектами при сохранении ранее сформированной модели нормы. Остаточные 

модули формировали признаки повреждений поверх базового выхода генератора, 

что обеспечивало точную локализацию синтезируемых дефектов и построение 

соответствующих масок дефектных областей. Двухэтапная схема обучения 

принципиальна, поскольку совместное обучение на нормальных и дефектных 

данных с нуля оказалось нестабильным в условиях выраженной 

несбалансированности выборки. 

Архитектура ResStyleGAN ориентирована на работу с целевыми участками 

изображения и поддерживает генерацию как многоклассовых дефектов, так и 

сложных сочетаний дефектов по типу и текстуре. Такой режим синтеза снижает 

вероятность появления артефактов в текстурно неоднородных зонах и позволяет 

эффективно расширять обучающую выборку для алгоритмов детекции дефектов. 

В экспериментах использовалась плавающая сетка с размером окна 256×256 

пикселей, которая с учетом геометрии съемки строп смещалась только по 

горизонтали. В результате размер датасета был увеличен до 10920 фрагментов 

изображений, из которых 7936 приходились на интактные фрагменты, а остальные 

содержали дефекты. Относительная доля дефектных фрагментов по сравнению с 

бездефектными снизилась из-за низкой плотности дефектных пикселей. Для 

компенсации дисбаланса требовалось увеличить представительство дефектных 

фрагментов в выборке, что было реализовано с помощью сети ResStyleGAN. 

Поскольку ResStyleGAN допускает генерацию практически произвольного числа 
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изображений обоих типов, общий объем датасета был доведен до 24000 

фрагментов с распределением 8000 бездефектных и 16000 дефектных 

изображений. 

После обновления датасета были выполнены повторные эксперименты по 

обнаружению дефектов с использованием тех же методов, которые 

рассматривались в предыдущей главе. Итоговые значения метрик представлены в 

Таблице 13 и на Рисунке 12. 

 
 

Таблица 13 – Сравнение методов детекции после увеличения датасета 

Название Pixel F мера 

Pixel 

AUROC 

Image  F 

мера 

Image 

AUROC 

CFA 0,42204 0,76888 0,83333 0,90778 

DFM 0,49947 0,89888 0,83333 0,92854 

Patchcore 0,61402 0,94903 0,83784 0,94764 

EfficientAd 0,51224 0,92972 0,84706 0,93915 

PatchNet++ 0,59330 0,95863 0,90667 0,99127 
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Рисунок 13 – Визуальные результаты масок дефектов тестируемых алгоритмов 

после процедуры аугментации 

 
 
Применение архитектуры ResStyleGAN обеспечило прирост качества 

детекции для всех исследованных алгоритмов относительно базового варианта без 

синтетического расширения выборки. Согласно данным Таблицы 13 и Рисунка 13, 
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число ложных срабатываний сократилось, а границы выделенных дефектных 

областей стали более чёткими. По значениям AUROC и F-меры ResStyleGAN 

превзошёл сравниваемые методы обнаружения аномалий, что подтверждает 

практическую ценность генеративной аугментации в условиях малой размеченной 

выборки. 

Возможность синтезировать аннотированные образцы с заданными 

параметрами дефекта позволяет адресно пополнять недопредставленные классы 

повреждений. Это особенно значимо в промышленных условиях, где редкие типы 

дефектов накапливаются в датасете медленно и к моменту развёртывания системы 

не успевают обеспечить сети достаточного числа обучающих примеров. 

Перспективным направлением дальнейших исследований служит адаптация 

ResStyleGAN к иным производственным доменам: металлургии, 

микроэлектронике и пищевой промышленности, где характер дефектов и условия 

съёмки существенно отличаются от текстильных строп. Калибровка 

гиперпараметров под отраслевую специфику (размер дефектов, контрастность 

текстур, вариативность фонов) потребует разработки адаптивных механизмов 

переноса знаний, что составляет предмет текущих работ исследовательской 

группы.  

 
 

Выводы по главе 
 
 

В данной главе разработана гибридная архитектура PatchNet++ для детекции 

дефектов в условиях классового дисбаланса, объединяющая подход "учитель-

ученик" с дистилляцией знаний и метод локализации на основе банка памяти 

PatchCore. 

Показано, что генеративная аугментация данных устраняет фундаментальное 

ограничение неконтролируемых методов детекции аномалий, связанное с 

недостаточной представленностью дефектных образцов. Применение аугментации 

данных на основе ResStyleGAN позволило увеличить размер тестового датасета до 

24 000 изображений и тем самым получить более сбалансированное соотношение 
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дефектных и бездефектных образцов. Все рассматриваемые методы, в том числе 

CFA, DFM, PatchCore, EfficientAd и PatchNet++, продемонстрировали прирост 

значений AUROC и F‑меры, что подтверждает целесообразность использования 

генеративных моделей для балансировки выборки. 

В главе показано, что обобщённую схему детекции дефектов рационально 

представлять в виде комбинации двух подсистем: локализации в парадигме 

«учитель‑ученик» (U‑Net++) и сопоставления признаков с использованием банка 

памяти PatchCore. Итоговая карта аномалии формируется путем их взвешенного 

объединения [3; 9; 94; 165; 166; 179]. Сопоставление с альтернативными методами 

подтверждает устойчивость предложенной схемы при дефиците аномальных 

данных; дополнительная аугментация через ResStyleGAN улучшает итоговые 

метрики и уменьшает число ложных срабатываний [10; 190; 164].  

Метод синтеза дефектных изображений с детекцией дефектов системы 

PatchNet++ реализован и внедрен для разработки системы детекции дефектов 

гранул тринатрийфосфата химического завода АО «ВХЗ», что подтверждается 

актом о внедрении. 

Полученные результаты подтверждают положение 3, выносимое на защиту. 

Результаты представлены в публикации автора [164]. 
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Заключение 
 
 

Основные результаты диссертационной работы заключаются в следующем: 

1. Разработана система детекции дефектов изображений промышленных 

материалов немаркированных данных с модулем внешней памяти (MemAE), 

которая позволяет проводить детекцию дефектов на неразмеченных датасетах с 

использованием пространственного перцептивного расстояния. Этот метод лучше 

измеряет сходство текстур по сравнению с неглубокими метриками расстояния, 

применяемыми в базовых моделях. Экспериментально подтверждено, что 

предложенная вариация автокодировщика с модулем внешней памяти, решающая 

проблему сбора данных о дефектах изображений текстильных материалов с 

использованием немаркированных изображений и позволяющая использовать 

смесь дефектных изображений в обучающем наборе данных, превосходит другие 

современные базовые решения детекции дефектов изображений текстильных 

материалов, не использующие маркированные данные. Экспериментально 

показано, что точность детекции дефектов изображений текстильных материалов 

на 7.82% выше и на 7.31% больше по площади под ROC-кривой; 

2. Разработана система ResStyleGAN, предназначенная для генерации 

изображений дефектов с высоким качеством и разнообразием при наличии 

ограниченного числа образцов изображений дефектов текстильных материалов. 

Модель ResStyleGAN акцентирует внимание на областях, содержащих дефекты, 

что обеспечивает высокую степень сходства и качество синтезируемых 

изображений. Предложенная архитектура демонстрирует лучшее значение 

показателя LPIPS, среднее преимущество составляет 3.57 % по сравнению с 

конкурирующими генеративными моделями. Применение ResStyleGAN для 

расширения обучающего набора данных приводит к увеличению пороговой 

точности детекции изображений текстильных материалов в среднем на 10 %, а 

попиксельной точности, оцениваемой по F1-score, в среднем на 14 %;  

3. Разработана дуальная система детекции дефектов на изображениях 

текстильных материалов, в которой функции обнаружения и локализации 
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аномалий реализованы отдельными нейросетевыми блоками на основе архитектур 

U-Net++ и PatchCore. Блок обнаружения использует глубокие признаки и широкие 

рецептивные поля, тогда как локализация повреждений основана на 

мелкомасштабных признаках с узкими рецептивными полями. Такое разделение 

функций повышает адаптивность системы при изменении входных условий и 

позволяет задействовать только один из блоков в задачах, где использование 

полной схемы представляется избыточным. Совместное применение обоих блоков 

обеспечивает прирост пороговой точности детекции на 5.3 % относительно 

базовых подходов. Качество работы системы определяется составом обучающего 

набора и степенью его полноты; 

4. Результаты диссертационного исследования использованы при разработке 

системы детекции дефектов гранул тринатрийфосфата химического завода АО 

«ВХЗ» в городе Кострома. Внедрение системы позволило снизить уровень брака с 

5 % до 2 %, что демонстрирует практическую значимость и эффективность 

предложенных методов в условиях реального промышленного производства. 

Представленные материалы опубликованы автором в соавторстве (доля 

автора более 70%) в работах [1; 2; 3, 95; 106; 138; 164; 191]. 

Перспективы дальнейших исследований связаны с применением 

предложенных моделей и алгоритмов к изображениям различных типов 

промышленных материалов, включая ультразвуковые, рентгенографические и 3D-

снимки [192]. Кроме того, планируется разработка мультимодальных систем, 

объединяющих несколько источников данных, что позволит частично 

компенсировать ограничения методов, основанных только на фотофиксации. 

Дополнительным направлением является использование методов кросс-доменной 

адаптации, при которых модели, обученные на одном типе данных, применяются к 

другим доменам без полного переобучения и тем самым снижают затраты на 

обучение. 
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Приложение А Акты об использовании и внедрении результатов 

диссертационного исследования 

 
 
Акты об использовании и внедрении результатов диссертационного 

исследования, а также свидетельство о регистрации программ ЭВМ:  

- Акт о внедрении результатов диссертационного исследования по 

реконструкции промышленной линии разделения загрязненных частиц порошка 

тринатрийфосфата компании АО «Ветлужский Химический Завод» в городе 

Кострома; 

- Акт о внедрении результатов диссертационного исследования для 

контроля физического состояния конвейерного полотна ленточных транспортёров 

компании АО «Ветлужский Химический Завод» в городе Кострома; 

- Акт об использовании в учебном процессе результатов диссертационной 

работы в процессе обучения магистров специальности 29.04.01 «Технологии 

изделий легкой промышленности» в курсе «Современные тенденции и 

перспективные направления развития отрасли»; 

- Акт об использовании в научной деятельности результатов 

диссертационной работы; 

- Свидетельство о регистрации программ ЭВМ. 
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