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ОБЩАЯ ХАРАКТЕРИСТИКА РАБОТЫ 

Актуальность работы. В задачах контроля качества промышленных 

материалов на основе обработки их изображений изначально имеется множество 

качественных изображений исследуемого материала и крайне мало изображений 

дефектов. При этом особое внимание уделяется повышению качества контроля с 

помощью автоматизированных систем. Это особенно важно, поскольку 

автоматизированные системы должны эффективно выделять дефекты материала 

при ограниченном количестве аномальных изображений для обучения. 

Применение методов нейросетевого анализа, таких как автоэнкодеры, позволяет 

повысить точность обнаружения дефектов. Современные методы машинного 

обучения, основанные на сегментации дефектов на изображениях, могут выявить 

важные особенности объектов и дают возможность специалистам значительно 

повысить эффективность обнаружения дефектов, снижая при этом временные и 

трудовые затраты. Методы, основанные на обучении с ограниченным 

количеством данных, например, слабо супервизорное обучение, позволяют 

моделям адаптироваться к малому объему аномальных данных, сохраняя 

высокую точность. Это создает необходимость в эффективных алгоритмах, 

работающих при ограниченном количестве данных. Улучшение процесса 

обучения и разработка методов сегментации дефектов критически важны для 

повышения качества продукции. Эффективное обучение требует большого числа 

пар исходных изображений и масок дефектов, что в промышленности 

проблематично. Это может вызывать переобучение и сложности с охватом всех 

типов дефектов. 

Автоматическая детекция дефектов промышленных материалов 

применяется во многих областях промышленности, имеющих разные задачи, 

которые обусловлены спецификой производства. Часть нейросетей является 

локализаторами объектов, где наиболее важными показателями являются 

возможность работы в реальном времени (в зависимости от фрейм-рейта), а не 

точность детекции. Яркими представителями таких нейросетей являются 

семейства сетей YOLO (You Only Look Once), которые начали свое развитие с 

2016 года. Другая часть нейросетей предназначена для классификации N классов 

объектов на специфических изображениях. Такие U-Net и TernausNet нейронные 

сети наиболее часто используются как классификаторы для медицинских 

изображений или спутниковых снимков, когда существует недостаток 

изображений конкретного класса. В промышленности такие сети используются 
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как сегментаторы с одним классом объекта (дефектом). Тем не менее 

существуют узкоспециальные нейросети, созданные для обнаружения 

отклонений от нормы на изображении, такой как PatchCore. 

Дополнительным фактором, осложняющим автоматизированный 

контроль, является выраженная несбалансированность обучающих данных, 

когда бездефектных изображений в реальных промышленных датасетах, как 

правило, в десятки раз больше чем аномальных. Типичный набор аномальных 

данных может включать порядка 100-150 размеченных изображений с 

дефектами при нескольких тысячах нормальных образцов. В таких условиях 

модели, ориентированные на стандартные задачи классификации 

сбалансированных выборок, часто переобучаются на преобладающем классе и 

недостаточно чувствительны к аномалиям.  

Степень разработанности темы исследования. В разработку методов 

детекции дефектов поверхностей с применением нейросетевых технологий 

существенный вклад внесли такие ученые, как Ruff L., Vandermeulen R., Goernitz 

N., Schlegl T., Seeböck P., Schmidt-Erfurth U., Langs G., Pang G., Redmon J., Divvala 

S., Girshick R., Farhadi A., Ronneberger O., Fischer P., Brox T. и др. 

Исследованиями в области решения проблемы недостатка размеченных 

данных для обучения моделей детекции дефектов, а также методами 

искусственного синтеза дефектов занимались Goodfellow I., Pouget-Abadie J., 

Mirza M., Niu S., Li B., Zhang G., Cheng J., Guo B., Liu J., Finn C., Abbeel P., Levine 

S., которые предопределили развитие этого направления.  

Исследованиями в области повышения интерпретируемости и 

обобщающей способности нейросетевых моделей детекции аномалий, включая 

методы самоконтролируемого обучения, knowledge distillation и трансформеров, 

занимались Chen T., Kornblith S., Hinton G., He K., Deng H., Li X., Sun X., Smith 

A. D., Lee Y., Kang P., Rudolph M., Gudovskiy D. и др. 

В настоящее время имеет место противоречие, затрудняющее создание 

автоматизированных систем выявления промышленных дефектов. С одной 

стороны, методы глубокого обучения достигают высокой точности детекции, но 

требуют значительного объема размеченных данных (сотни-тысячи примеров 

дефектов) и демонстрируют недостаточную интерпретируемость, 

затрудняющую применение в критичных производственных процессах. С другой 

стороны, методы без учителя и с малым количеством примеров обладают лучшей 

интерпретируемостью, но не обеспечивают требуемого уровня точности 
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детекции. Поэтому необходимо применение интегрированного подхода, при 

котором нейросетевые модели детекции дефектов будут рассматриваться как 

единая система, обеспечивающая баланс между точностью, 

интерпретируемостью, эффективностью обучения на малых выборках и 

возможностью развертывания на встраиваемых системах промышленного 

контроля. 

Таким образом, существует важная и актуальная научная задача 

исследования, состоящая в том, что недостаток размеченных данных о дефектах 

промышленных материалов ограничивает разработку и внедрение эффективных 

нейросетевых моделей детекции дефектов, и требует создания новых методов 

искусственного увеличения аннотированных датасетов. 

Объектом исследования являются процессы обнаружения дефектов на 

изображениях промышленных материалов. 

Предметом исследования являются методы анализа дефектных 

изображений промышленных материалов при использовании моделей глубокого 

обучения и нейронных сетей. 

Гипотеза исследования основана на предположении, что в условиях 

ограниченного количества аннотированных дефектных изображений 

промышленных материалов с помощью методов машинного обучения и 

генеративных моделей существует возможность улучшить детекцию дефектов. 

Целью диссертационной работы является повышение точности 

нейросетевого обнаружения дефектов на изображениях промышленных 

материалов. 

Для достижения этой цели решались следующие задачи: 

1. Исследовать методы детекции дефектов изображений промышленных 

материалов, выявить их преимущества и недостатки; 

2. Разработать модель и алгоритм увеличения датасета при ограниченном 

количестве дефектных изображений; 

3. Разработать модели и алгоритмы идентификации областей дефектов на 

изображениях промышленных материалов c высоким разрешением. 

Методология и методы исследования. В диссертации используются 

нейросетевые технологии анализа данных, машинного обучения, распознавания 

образов и извлечения знаний, методы глубокого обучения в том числе 

генеративно-состязательные сети, обучение в парадигме “ученик-учитель”, 

полуконтролируемые методы и методы трансферного обучения.  
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Научная новизна. Научная новизна проведенных исследований 

заключается в том, что автором предложены: 

1. Модели и алгоритмы детекции дефектов изображений промышленных 

материалов, отличающиеся от ранее применяемых использованием 

немаркированных данных с модулем внешней памяти, что позволяет сократить 

зависимость от объема размеченных данных и увеличить точность детекции 

дефектов на 7.82%; 

2. Модель и алгоритм генерации изображений дефектов промышленных 

материалов, отличающиеся комбинированным подходом взаимодействия 

генеративно-состязательной сети StyleGAN3 и ResNet блоками, что позволяет 

увеличить датасет на 300%, обеспечивая статистическое разнообразие 

синтетических дефектов и сокращая необходимость привлечения экспертов для 

ручной аннотации; 

3. Дуальная система детекции дефектов изображений промышленных 

материалов, отличающаяся новой дуальной моделью «учитель-ученик» на 

основе сети U-Net++ и сети PatchCore, используемой для оценки результата 

детекции из системы «учитель-ученик». 

Соответствие паспорту специальности. Проблематика, исследованная в 

диссертации, соответствует пунктам 2, 3, 4, 10 паспорта специальности 2.3.1 

«Системный анализ, управление и обработка информации, статистика» 

(технические науки). 

Теоретическая значимость исследования заключается в том, что 

предложенные модели и алгоритмы комбинируют два направления детекции 

дефектов на изображениях, а именно синтез дефектов и их поиск, что позволяет 

осуществить гибридный подход к определению дефектов на изображениях 

промышленных материалов.  

Полученные модели и алгоритмы в перспективе создают основу для 

последующей разработки новых методов аугментации в смежных областях 

обработки данных, включая табличные и мультимодальные данные, а также для 

построения процедур автоматического выбора типа и интенсивности 

преобразований с учетом объема выборки, дисбаланса классов и особенностей 

конкретной производственной задачи. Так же перспективным направлением 

является построение процедур аугментации, которые автоматически выбирают 

тип и интенсивность преобразований с учетом объема выборки, степени 

классового дисбаланса и особенностей конкретной производственной задачи. 
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Практическая значимость исследования состоит в решении задачи 

детекции дефектов на изображениях промышленных материалов дефектов 

текстильных строп. Полученные в процессе исследования теоретико-

эмпирические результаты позволяют улучшать датасеты изображений, где 

существует проблема малого числа изображений с дефектами вне зависимости 

от типа объекта. Предложена дуальная модель детекции дефектов, делящая 

функции обнаружения и локализации дефектов на отдельные нейросетевые 

модели для улучшения адаптивности системы в целом в зависимости от входных 

параметров.  

Внедрение модели детекции дефектов позволяет значительно сократить 

время анализа изображений материалов и выявлять аномалии, что повышает 

надежность продукции и уменьшает стоимость контроля. Практическая 

ценность результатов диссертационного исследования подтверждается актами о 

внедрении результатов исследования на химическом заводе АО «ВХЗ» в городе 

Костроме.  

Основные положения, выносимые на защиту:  

1. Модификация автокодировщика с модулем внешней памяти MemAE 

(Memory-augmented Autoencoder – автоэнкодер с модулем памяти) способствует 

восстановлению бездефектных изображений и идентификации дефектных 

областей, тем самым увеличивая точность детекции дефектов на 7.82% и на 

7.31% больше площади под ROC-кривой по сравнению с применяемыми 

автоэнкодерами самоконтролируемого обучения на немаркированных данных 

(пп. 2, 3 паспорта специальности 2.3.1); 

2. Предложенные модели и алгоритмы увеличения датасета при 

ограниченном количестве аннотированных дефектных изображений и генерации 

дефектов на основе модификации StyleGAN3, обеспечивают повышение степени 

похожести сгенерированных изображений в среднем на 3.57% по сравнению с 

другими генеративными моделями, а также обеспечивают увеличение пороговой 

и попиксельной точности моделей детекции дефектов после процедуры 

аугментации в среднем на 10% и 14% соответственно (пп. 3, 4 паспорта 

специальности 2.3.1); 

3. Модель дуальной системы детекции дефектов на основе взаимодействия 

сетей U-Net++ и PatchCore позволяет увеличить пороговую точность детекции 

дефектов в среднем на 5.3% (пп. 4, 10 паспорта специальности 2.3.1). 
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Апробация работы. Полученные в диссертации результаты 

моделирования процессов детекции и сегментации дефектов текстильных строп 

хорошо согласуются с экспериментальными данными, полученными с помощью 

вычислительных экспериментов на вручную собранном датасете из 546 

изображений (с последующим расширением до 24000 изображений). Степень 

совпадения предсказанных и эталонных масок составила IoU (Intersection over 

Union) 0.6009 и DC (Dice Coefficient) 0.6911. Относительно базовой 

конфигурации без вставки дефектов это соответствует приросту +0.1871 по IoU 

(примерно 45.2%) и +0.0805 по DC (примерно 13.2%). Для задачи детекции 

достигнуты показатели ACC (Accuracy – точность) 92.45% и AUC (Area Under 

Curve – площадь под кривой) 94.54%, что на 3.25 и 1.65 процентного пункта 

выше базового уровня (89.20% и 92.89% соответственно).  

Практическая реализация результатов диссертационной работы 

подтверждена свидетельством о государственной регистрации программы для 

ЭВМ № 2021682077 «Система обнаружения дефектов тканевой стропы (Fabric 

sling defect detection system)». 

Результаты работы были опубликованы в 4 статьях перечня ВАК. 

Полученные результаты были представлены на следующих конференциях: 

Семинара «Безопасный Север – чистая Арктика», Сургут, 24 октября 2019г.; XXI 

международный семинар «Физико-математическое моделирование систем» 

Воронеж, 30 ноября 2019 г.; XXII международный семинар «Физико-

математическое моделирование систем» Воронеж, 28 ноября 2020г.; 

«Актуальные научные исследования», Пенза, 5 апреля 2023г.; 

«Фундаментальная и прикладная наука: Актуальные вопросы теории и 

практики», Пенза, 15 сентября 2023г. 

Объем и структура работы. Диссертация состоит из 4-х глав, заключения, 

списка литературы из 173 наименований. Общий объем диссертации составляет 

147 страниц с 13 рисунками, 13 таблицами и 1 приложением.  

Личный вклад автора. Все представленные в диссертации результаты 

получены лично автором, в том числе: разработаны модели и алгоритмы; 

программное обеспечение; проведены численные расчеты; обработаны данные 

расчетов. В совместных публикациях автор принимал непосредственное участие 

в постановке задач, планировании и реализации экспериментов, анализе 

результатов.  



ОСНОВНОЕ СОДЕРЖАНИЕ РАБОТЫ 

Во введении обосновывается актуальность темы диссертации, 

сформулированы цель, задачи, объект и предмет исследования, а также научная 

новизна, теоретическая и практическая значимость полученных результатов, а 

также излагаются основные положения, выносимые на защиту. 

В первой главе рассматриваются методы детекции дефектов изображений 

промышленных материалов, выявляются их преимущества и недостатки.  

Традиционные методы детекции дефектов при обработке изображений 

промышленных материалов основаны на статических методах анализа текстуры 

и выявления дефектов в соответствии с характеристиками статистического 

распределения изображений. Выявлены проблемы существующих подходов в 

области детекции дефектов с условием ограниченного количества 

маркированных аномальных изображений. 

Во второй главе представлены разработанные модели и алгоритмы 

детекции дефектов изображений: 

1. Алгоритм начальной сегментации изображения; 

2. Сегментация дефектов; 

3. Регуляризация дефектов; 

4. Детекция дефектов на основе немаркированных данных. 

1. Алгоритм начальной сегментации изображения 

Графовые методы способны упрощать сегментацию и анализ 

изображений, однако в исходном виде такие методы теряют существенную 

информацию об изображении, что отрицательно сказывается на 

производительности и результативности сегментации. Для преодоления этого 

ограничения предлагается метод начальной сегментации изображения с 

последующим формированием графа смежности областей (Region Adjacency 

Graph, обозначаемого как RAG). 

Алгоритм 1. Начальная сегментация изображения 

Шаг 1. Начальная сегментация, при которой уменьшается количество 

узлов в графе; 

Шаг 2. Построение RAG с использованием пространственной априорной 

информации изображения. Граф 𝐺 = (𝑉, 𝐸) является неориентированным. Узлы 

𝑣𝑖 ∈ 𝑉 соответствуют областям изображения 𝑅𝑖, а 𝐸 представляет собой 

множество рёбер, соединяющих пары соседних узлов; 



10 

Шаг 3. Весам рёбер RAG присваиваются значения сходства между 

соседними областями, рассчитанные по цветовым и текстурным признакам, что 

формирует взвешенный граф WRAG (Weighted Region Adjacency Graph): 

𝑊 = 𝑤𝑖𝑗 = 𝑎 ∗ √𝑡𝑖𝑗 ∗ 𝑐𝑖𝑗 + (1 − 𝑎) ∗ 𝑐𝑖𝑗 , (𝑖, 𝑗) = 1, … , 𝑛                  (1) 

Шаг 4. Выявление сообществ в графе WRAG. Конец алгоритма. 

2. Сегментация дефектов 

Среди архитектур глубокого обучения полносвязные сверточные сети 

(Fully Convolutional Network, обозначаемым как FCN), в частности U-Net, 

показывают наибольшую пригодность для поиска дефектов на изображениях 

текстильных материалов. Показано, что алгоритм «случайный лес» (Random 

Forest), настроенный на попиксельную классификацию по обучающей выборке 

изображений, превосходит по точности стандартный выходной слой Softmax 

(многопеременная логистическая функция) архитектуры U-Net. Редкость брака 

в производственных условиях вынуждает дообучать U-Net на 

специализированных выборках, иначе сеть игнорирует аномалии при обработке 

новых снимков. 

Алгоритм 2. Обучение U-сети 

Шаг 1. Каждое изображение дополняется вращениями, отражениями и 

прочими аугментациями группы D4;  

Шаг 2. Полученные изображения вместе с аугментированными копиями 

нормализуются;  

Шаг 3. Вокруг каждого дефекта формируются дополнительные батчи 

изображений;  

Шаг 4. На основе собранного набора батчей нейронная сеть U-Net 

обучается назначать каждому пикселю метку одного из двух классов;  

Шаг 5. Классификатор RF дообучается на признаках, извлечённых сетью 

U-Net из каждой пиксельной позиции; 

Шаг 6. На вероятностном изображении вычисляются максимально 

устойчивые экстремальные области (Maximally Stable Extremal Regions или же 

MSER), после чего каждая область дополнительно анализируется, чтобы отсеять 

ложные срабатывания. Конец алгоритма.  

Случайный лес обучается на парах (𝜙𝑖,𝑗 , 𝑦𝑖,𝑗), где 𝑦𝑖,𝑗  – метка класса 

дефекта для каждого пикселя (𝑖, 𝑗), 𝜓𝑘 - решающее правило 𝑘-го дерева. Так как 
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случайный лес состоит из 𝐾 решающих деревьев, то классификатор пикселей 

изображения имеет вид: 

𝛹(𝜙𝑖,𝑗) =  
1

𝐾
∑ 𝜓𝑘(𝜙𝑖,𝑗).

𝑁

𝑖=1

                                                  (2) 

В качестве функции потерь сети U-Net и классификатора случайного леса 

использована бинарная кросс-энтропийная функция 𝐿𝐶𝐸. 

𝐿𝐶𝐸 =  −
1

𝑁
∗  ∑[𝑦𝑖 ∗ log(𝑝𝑖) +  (1 −  𝑦𝑖) ∗ log(1 −  𝑝𝑖)].                  

𝑁

𝑖=1

 (3) 

3. Регуляризация дефектов 

Данный подход направлен на снижение вероятности переобучения за счёт 

аугментации путём вставки дефектов на бездефектные изображения. Примеры 

дефектов на текстильных стропах приведены на рис.1. Область дефекта из 

аномального изображения 𝐼𝑑 вырезается и вставляется на нормальное 

изображение 𝐼𝑛, что приводит к формированию обновлённого множества 

модифицированных изображений 𝐼𝑀𝑜𝑑
𝑑 : 

𝐼𝑀𝑜𝑑
𝑑 = 𝐼𝑑⨀𝑀𝑑 + 𝐼𝑛⨀(1 − 𝑀𝑑).                                                (4) 

При обработке каждого изображения из 𝐼𝑀𝑜𝑑
𝑑  декодерная часть сети 

формирует попиксельную карту вероятностей наличия дефекта. Сигмоидная 

функция активации на выходном слое отображает значения в диапазон от 0 до 1, 

обеспечивая интерпретацию выхода как вероятности.  

Обучение ведётся путём минимизации бинарной кросс-энтропийной 

функции потерь, которая вычисляет попиксельное расхождение между истинной 

маской 𝑀𝑑 и предсказанной маской 𝑀̃𝑀𝑜𝑑
𝑑 . Соответствующее выражение 

приведено в уравнении 5, где w и h обозначают горизонтальную и вертикальную 

координаты пикселя соответственно. 

𝐿 = −𝜆 ∑ [𝑀𝑑(𝑤, ℎ)𝑙𝑜𝑔 (𝑀̃𝑀𝑜𝑑
𝑑

(𝑤, ℎ)) + (1 − 𝑀𝑑(𝑤, ℎ))𝑙𝑜𝑔 (1 − 𝑀̃𝑀𝑜𝑑
𝑑

(𝑤, ℎ))] .(𝑤,ℎ)  (5) 

Вставка дефектов на бездефектные изображения выполняется в позициях, 

максимально близких к тем, где дефекты располагались на аномальных снимках, 

определяемых параметром 𝜆. При большем значении 𝜆 модифицированный 

снимок выглядит правдоподобнее, а вклад этого параметра в обучение сети 

возрастает.  
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𝜆 =
|𝐺𝐴𝑃(𝐹𝑑)𝑇𝐺𝐴𝑃(𝐹𝑀𝑜𝑑

𝑑 )|

‖𝐺𝐴𝑃(𝐹𝑑)‖2 ⋅ ‖𝐺𝐴𝑃(𝐹𝑀𝑜𝑑
𝑑 )‖

2

.                                               (6) 

Для проверки результативности предложенных моделей детекции 

дефектов выбрана задача сегментации дефектов на текстильных стропах. После 

балансировки через ResStyleGAN (Resudential Style Generative Adversarial 

Network) итоговый набор составил 24000 фрагментов (8000 бездефектных и 

16000 дефектных). До аугментации наилучший показатель Pixel AUROC дал 

EfficientAd (0,92316), а по Image AUROC лидировал PatchNet++ (0,89811). После 

аугментации все методы существенно улучшили результаты, при этом 

PatchNet++ достиг Image AUROC 0,99127 и Image F-меры 0,90667 и оказался 

лучшим среди всех тестированных алгоритмов по обоим показателям.  

 

Рисунок 1 – Примеры дефектов на текстильных стропах: а, б - оригинальные 

изображения дефектов; в, г - выявленные дефекты 

4. Детекция дефектов на основе немаркированных данных 

Поскольку дефектные изображения крайне редки в производственных 

условиях, а их корректная разметка требует значительных трудозатрат, 

предлагается применить подход, позволяющий работать с наборами данных, 

содержащими неразмеченные изображения. За основу взят алгоритм 

автокодировщика со следующими отличительными особенностями: 

- Автокодировщик оснащён разреженной адресуемой памятью. Он сохра-

няет в памяти нормальные характеристики изображений и способен восстанав-
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ливать нормальную версию поданного на вход снимка. Значительное расхожде-

ние между входным изображением и его реконструкцией сигнализирует о веро-

ятном дефекте на данном снимке; 

- Обновление памяти доверенной области организовано так, чтобы в неё 

не попадали дефектные элементы, то есть шумовые артефакты, способные 

присутствовать на изображении и искажать эталонное представление нормы; 

- Система вычисляет степень различия между входным изображением и 

восстановленной нормой, что позволяет оценить, насколько снимок отклоняется 

от нормы, и принять решение о наличии дефекта. 

Алгоритм 3. Детекция дефектов с использованием разреженной адресации 

памяти и доверительных областей (MemAE SMA) 

Шаг 1. Инициализация элементов памяти M для хранения нормальных 

характеристик изображений; 

Шаг 2. Извлечение характеристик z из входного изображения при помощи 

энкодера автокодировщика; 

Шаг 3. Определение ближайшего элемента памяти M_1 относительно 

извлеченных характеристик z; 

Шаг 4. Просчет доверительных областей в модуле памяти; 

Шаг 5. Обновление элементов памяти; 

Шаг 6. Реконструкция изображения декодером с использованием 

выбранных элементов памяти; 

Шаг 7. Извлечение характеристик из предобученной U-Net для входного и 

реконструированного изображений; 

Шаг 8. Вычисление ошибки реконструкции; 

Шаг 9. Если ошибка реконструкции больше заданного порога, то перейти 

на шаг 4; 

Шаг 10. Формирование карты дефектов, на основе вычисленных мер 

расстояния между входным и реконструированным изображениями; 

Шаг 11. Классификация изображения как дефектного или нормального. 

Конец алгоритма. 

Пример применения алгоритма MemAE SMA к текстильным стропам 

схематично показан на рис. 2. и более детально на блок-схеме рис. 3. 
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Рисунок 2 – Схематическое представление работы MemAE SMA 
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Рисунок 3 – Блок-схема работы MemAE SMA 
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Ограничение разреженности в адресации памяти вынуждает модель 

аппроксимировать вектор признаков z через меньшее число ячеек памяти, однако 

именно эти ячейки оказываются наиболее близкими к входному образцу по 

своим характеристикам. Такое ограничение не позволяет модели одновременно 

задействовать несколько несвязанных ячеек для восстановления дефектной 

области. 

Разреженная память хранит прототипы нормальных образцов и по 

входному вектору признаков z выбирает наиболее близкий из них для 

последующей реконструкции. Этот принцип реализован в алгоритме MemAE, 

где к стандартной структуре автокодировщика добавляется модуль внешней 

памяти. Трудность детекции состоит в том, что часть аномалий разделяет 

структурные паттерны с нормальными образцами, поэтому декодер способен 

воссоздать дефектную область и дефект при этом остаётся незамеченным. 

Разреженная адресация совместно с обновлением памяти доверенной области 

сужает набор доступных паттернов.  

В третьей главе рассматривается подход к расширению обучающего 

датасета в условиях нехватки аннотированных дефектных снимков. Для этого 

применяется синтез новых дефектных образцов на основе модифицированной 

архитектуры StyleGAN3. 

Стандартные методы аугментации (перевороты, повороты, кадрирование) 

не добавляют новых морфологических типов дефектов и не расширяют 

разнообразие паттернов аномалий. Для устранения этого ограничения 

предложен метод ResStyleGAN с двухэтапным обучением. На первом этапе 

генератор StyleGAN3 осваивает нормальную текстуру поверхности на выборке 

бездефектных снимков, на втором к нему подключаются остаточные модули 

ResNet, дообучаемые на дефектных образцах при фиксированных параметрах 

базовой модели. На выходе сеть формирует тройки снимков (нормальная версия, 

дефектная версия и маска дефекта), что даёт возможность расширить датасет при 

наличии лишь нескольких десятков дефектных образцов. 

Алгоритм 4. Генерация дефектов с двухэтапной стратегией обучения 

Шаг 1. Генератор StyleGAN3 обучается на выборке из нескольких сотен 

бездефектных изображений поверхности; 

Шаг 2. Добавление остаточных блоков ResNet, учитывающих дефекты, к 

основному генератору StyleGAN3 с использованием весов StyleGAN3, 

полученных на шаге 1; 
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Шаг 3. Дообучение этих модулей на небольшом наборе реальных 

изображений с дефектами. Конец алгоритма. 

На первом шаге генератор StyleGAN3 обучается на нескольких сотнях 

бездефектных изображений поверхности. Эта архитектура выбрана за 

способность подавлять алиасинг, наиболее трудноустранимый артефакт при 

синтезе изображений с вариативными текстурами. На втором шаге алгоритма 

ResStyleGAN производится добавление остаточных блоков ResNet.  

Формально процесс генерации изображения StyleGAN3 описывается как 

композиция генератора и дискриминатора. Базовый генератор StyleGAN3 и 

генератор остаточных дефектов имеют вид: 

𝐺Style: 𝑍 → 𝑋clean 𝑥clean = 𝐺Style(𝑧);                                    (7) 

𝐺Res: 𝑋clean × 𝑀 → 𝑋clean,  𝑥defect = 𝑥clean + 𝑓θ(𝑥clean) ⊙ 𝑚,         (8) 

где z - латентный вектор, 𝑋clean пространство бездефектных изображений, 

m - бинарная маска дефекта, 𝑓𝜃  - результат работы ResStyleGAN. Дискриминатор 

сети StyleGAN3 имеет вид: 

𝐷(𝑥) = [𝐷valid(𝑥), 𝐷mask(𝑥)],                                                 (9) 

где 𝐷valid(𝑥) мера реалистичности сгенерированного изображения, а 

𝐷mask(𝑥) - предсказанная маска дефекта.  

После этого генератор преобразует входные векторы недефектных 

изображений и масок дефектов на дефектные изображения с контролируемыми 

областями дефектов. Данный алгоритм реализован в структуре сети 

ResStyleGAN, представленной на рис. 4. 
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Рисунок 4 – Полная архитектура ResStyleGAN 

Четвертая глава посвящена разработке дуальной системы PatchNet++, 

основанной на взаимодействии моделей учителя и ученика. Ученик обучается 

только на бездефектных образцах, поэтому при появлении дефекта его 

признаковые представления расходятся с учительскими. Величина этого 

расхождения формирует карту отклонений, указывающую местоположение 

дефекта. Система включает два компонента, а именно сеть U-Net++ (вариант L4, 

6 уровней, 128 фильтров), которая локализует границы дефектных зон, и сеть 

PatchCore, которая сравнивает фрагменты тестового снимка с банком 

нормальных прототипов и обеспечивает устойчивость к доменным сдвигам. 

Выходы обоих компонентов объединяются с весовым коэффициентом.  

Для минимизации расхождения на нормальных данных в парадигме 

«ученик-учитель» с дистилляцией знаний используется следующая функция 

потерь: 
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ℒ𝐾𝐷 =
1

𝑁
∑‖𝑓𝑇(𝑥𝑖) − 𝑓𝑆(𝑥𝑖)‖,                                          

𝑁

𝑖=1

(10) 

где 𝑓𝑇(𝑥𝑖) это функция учителя, а 𝑓𝑆(𝑥𝑖)-  ученика. 

В итоге вычисление аномалий для каждого входного батча будет 

происходить через карту аномалий 𝐴𝑙𝑜𝑐, в которой при отсутствии аномалий 

результаты моделей ученика и учителя будут приблизительно равны друг другу, 

иначе будем считать аномалию найденной: 

𝐴𝑙𝑜𝑐(𝑥) =
1

𝐶
∑ |𝑓𝑇

(𝑐)(𝑥) − 𝑓𝑆
(𝑐)(𝑥)|.                                   (11)

𝐶

𝑐=1

 

Для сети PatchCore вместо стандартной парной функции потерь 

применяется функция потерь с угловым разделением классов ArcFace 𝐿𝑎𝑟𝑐 , так 

как парная функция зануляется в батче бездефектных изображений: 

𝐿𝑎𝑟𝑐 = −
1

𝑁
∑ log

𝑒𝑠(cos(𝜃𝑦𝑖
+𝑚))

𝑒𝑠(cos(𝜃𝑦𝑖
+𝑚)) + ∑ 𝑒𝑠 cos 𝜃𝑗𝑛

𝑗=1,𝑗≠𝑦𝑖

.          

𝑁

𝑖=1

(12) 

Для каждого входного изображения 𝑥 размером 𝑘 × 𝑘 извлекаем признаки 

𝜙𝑎𝑟𝑐(𝑥), где 𝑊 – веса сети PatchCore: 

𝜙𝑎𝑟𝑐(𝑥) =
𝑊∗𝑇𝑓(𝑥)

|𝑊∗||𝑓(𝑥)|
.                                               (13) 

Карта обнаружения дефекта на изображении будет просчитываться 

следующим образом: 

𝐴𝑑𝑒𝑡(𝑥) = 1 − max
𝑚∈M

cos(𝜙𝑎𝑟𝑐(𝑥), 𝑚);                            (14) 

𝑀 = ⋃ ⋃ {
𝜙(𝑥𝑖)𝑥𝑘

|𝜙(𝑥𝑖)𝑥𝑘
|2

},                                               (15)

𝐾𝑖

𝑘=1

𝑁

𝑖=1

 

где 𝑚 – это элементы банка памяти 𝑀 сети PatchCore, представляющие 

собой множество нормальных патчей изображений, используемая для сравнения 

с тестовыми данными. Так как диапазоны значений карт локализации и детекции 

имеют разные диапазоны значений, то необходимо провести нормализацию, 

чтобы была возможность корректно их комбинировать. 

𝐴𝑙𝑜𝑐
̃ =

𝐴𝑙𝑜𝑐 − min(𝐴𝑙𝑜𝑐)

max(𝐴𝑙𝑜𝑐) − min(𝐴𝑙𝑜𝑐)
;                                             (16) 

𝐴𝑑𝑒𝑡̃ =
𝐴𝑑𝑒𝑡 − min(𝐴𝑑𝑒𝑡)

max(𝐴𝑑𝑒𝑡) − min(𝐴𝑑𝑒𝑡)
;                                           (17) 
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𝐴𝑓𝑖𝑛𝑎𝑙 = α𝐴𝑙𝑜𝑐
̃ + (1 − α)𝐴𝑑𝑒𝑡̃  .                                               (18) 

Параметр 𝛼 определяет вес сети локализатора и сети детектора 

относительно друг друга. Для отражения вероятности аномалии для каждого 

пикселя  (𝑖, 𝑗) "Итоговая Оценка" рассчитывается следующим образом: 

Итоговая Оценка =
1

𝐻 × 𝑊
∑ ∑ 𝐴𝑓𝑖𝑛𝑎𝑙

(𝑖,𝑗)
.

𝑊

𝑗=1

𝐻

𝑖=1

                               (19) 

Тестирование показало, что модель ученика недостаточно точно 

воспроизводила признаки учителя при реконструкции бездефектных 

изображений. Для устранения этого недостатка в архитектуру добавили блоки 

UNet, которые расширили признаковое пространство модели и позволили точнее 

восстанавливать мелкие детали нормальных снимков. Это улучшение повысило 

общую точность обнаружения аномалий. Дополнительным новшеством стала 

параллельная схема с несколькими учителями и несколькими учениками, 

представленная на рис. 5. Она позволяет обучать каждый классификатор 

независимо, а итоговую оценку аномалии формировать на основе 

агрегированных выходов всех пар сетей. Итоговая общая архитектура системы 

представлена на рис. 6. 

 

Рисунок 5 – Архитектура Student-Teacher U-Net++ (красным цветом выделен 

путь тестирования, зеленым - путь обучения) 
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Рисунок 6 – Краткая архитектура системы PatchNet++ 

Дуальная система тестировалась на датасете из 546 изображений 

текстильных строп с ручной разметкой. Сложность задачи обусловлена 

повторяющимся тканевым узором материала, который затрудняет выявление 

локальных повреждений. Для устранения классового дисбаланса датасет был 

расширен до 24000 фрагментов с соотношением бездефектных к дефектным 

8000 к 16000. После расширения датасета повторные эксперименты по 

обнаружению дефектов проводились теми же методами, что и прежде. Во всех 

рассмотренных алгоритмах метрики детекции выросли по всем алгоритмам 

относительно исходного датасета.  

В Заключении приведены основные результаты работы, которые 

заключаются в следующем: 

1. Разработана система детекции дефектов изображений промышленных 

материалов немаркированных данных с модулем внешней памяти (MemAE), 

которая позволяет проводить детекцию дефектов на неразмеченных датасетах с 

использованием пространственного перцептивного расстояния. Этот метод 

лучше измеряет сходство текстур по сравнению с неглубокими метриками 

расстояния, применяемыми в базовых моделях. Экспериментально 

подтверждено, что предложенная вариация автокодировщика с модулем 

внешней памяти, решающая проблему сбора данных о дефектах изображений 

текстильных материалов с использованием немаркированных изображений и 
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позволяющая использовать смесь дефектных изображений в обучающем наборе 

данных, значительно превосходит другие современные базовые решения 

детекции дефектов изображений текстильных материалов, не использующие 

маркированные данные. Экспериментально показано, что точность детекции 

дефектов изображений текстильных материалов на 7.82% выше и на 7.31% 

больше по площади под ROC-кривой. Данные результаты были опубликованы 

автором в [9]; 

2. Разработана система ResStyleGAN для генерации изображений дефектов 

с высоким качеством и разнообразием, с использованием ограниченного 

количества образцов дефектов изображений текстильных материалов. 

ResStyleGAN выделяется своей способностью акцентироваться на областях с 

дефектами, обеспечивая высокую степень сходства и качество создаваемых 

изображений. Предложенная архитектура опережает другие генеративные 

модели по показателю LPIPS в среднем на 3.57%. После расширения данных 

посредством ResStyleGAN пороговая точность детекции изображений 

текстильных материалов возрастает на 10% в среднем, а попиксельная на 14% 

(F1-score). Данные результаты были опубликованы в [3]. Необходимо отметить 

присутствие ограничений ResStyleGAN, требующих дополнительных 

исследований. Модель показывает сниженную результативность при работе с 

дефектами, радикально изменяющими границы объектов или полностью 

удаляющими их части; 

3. Разработана дуальная система детекции дефектов на изображениях 

текстильных материалов, в которой функции обнаружения и локализации 

аномалий разделены между самостоятельными нейросетевыми блоками на 

основе архитектур U-Net++ и PatchCore. Блок обнаружения работает с глубокими 

признаками и широкими рецептивными полями, тогда как локализация 

повреждений выполняется мелкомасштабными признаками с узкими 

рецептивными полями. Подобное разделение функций повышает адаптивность 

системы при смене входных параметров и позволяет задействовать лишь один из 

блоков там, где полная схема избыточна. Совместная работа обоих блоков 

обеспечила прирост пороговой точности детекции на 5.3% по сравнению с 

базовыми подходами, результаты опубликованы в [4]; 

4. Результаты диссертационного исследования были использованы для 

разработки системы детекции дефектов гранул тринатрийфосфата химического 

завода АО «ВХЗ» в городе Костроме. Внедрение позволило снизить уровень 
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брака с 5% до 2%. Это демонстрирует практическую значимость и 

эффективность предложенных методов в реальных промышленных 

приложениях. 

Перспективы дальнейших исследований связаны с применением 

предложенных моделей и алгоритмов к изображениям различных типов 

промышленных материалов, включая ультразвуковые, рентгенографические и 

3D-снимки. Кроме того, планируется разработка мультимодальных систем, 

объединяющих несколько источников данных, что позволит частично 

компенсировать ограничения методов, основанных только на фотофиксации. 

Дополнительным направлением является использование методов кросс-

доменной адаптации, при которых модели, обученные на одном типе данных, 

применяются к другим доменам без полного переобучения и тем самым снижают 

затраты на обучение. 
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